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Kurzfassung

Kurzfassung

Werden Sprachmodelle auf neue Daten trainiert oder bereits vortrainierte Sprachmodelle
durch Finetuning auf neue Daten fein abgestimmt, so lernt ein Sprachmodell jegliche
Informationen aus den verwendeten Trainingsdaten. Meistens beinhalten die Trainings-
daten einen Bias. Dieser Bias wird ebenfalls durch die Sprachmodelle aufgenommen
und im Antwortverhalten verbreitet. Besonders auf die politische Domane kann sich
diese Eigenschaft negativ auswirken. So kénnen Sprachmodelle durch Finetuning auf
politische voreingenommene Daten fein abgestimmt werden, welche anschlielend ver-
wendet werden kdnnen, um Applikationen zu entwickeln, welche die politische Meinung
der Benutzer*Innen beeinflussen sollen.

Das Ziel dieser Arbeit ist, zu untersuchen wie sich verschiedene Sprachmodelle auf die
Reproduktion der politischen Voreingenommenheit auswirken und welche Auswirkungen
verschiedene Faktoren aus dem Trainingsdatensatz auf die Reproduktion der politischen
Voreingenommenheit haben.

Dafur wurde ein Web Scraper angepasst, um den dadurch generierten Datensatz durch
weitere Daten zu erweitern. Bei den Daten im Datensatz handelt es sich um Nachrich-
tendaten der amerikanischen Politikdomane. Dieser Datensatz wurde durch die Volltexte
der Nachrichten erweitert. AuRerdem wurden zusatzlich die Zitate aus den Volltexten
entfernt, um die Auswirkung der Zitate auf die Reproduktion der politischen Voreinge-
nommenheit zu untersuchen.

AnschlieRend wurden drei Sprachmodelle, welche auf unterschiedlichen Komponenten
der Transformer-Architektur basieren, auf die Schlagzeilen, Volltexte und Volltexte ohne
Zitate der linken und rechten Nachrichtendaten fein abgestimmt. Nach dem Finetuning
haben die Sprachmodelle Texte fur Eingaben generiert. Die generierten Texte wurden
durch ein Evaluationsschema auf die politische Voreingenommenheit evaluiert.

Dabei wurde die politische Voreingenommenheit am starksten und genausten durch das
Sprachmodell DistilGPT2 reproduziert, welches beim Finetuning die Volltexte verwendet
hat. Das Sprachmodell DistiiGPT2 basiert auf der Decoder-Komponente der Transfor-
mer-Architektur. Stehen viele Daten beim Finetuning zur Verfligung, fuhrt das Verwen-
den der Volltexte ohne Zitate beim Finetuning zu einer weiteren Verstarkung der Repro-
duktion der politischen Voreingenommenheit.

Schlagwérter/Schliisselwérter: dataset, language model, bias, media bias, finetuning
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Abstract

When finetuned models are trained on new data or when pre-trained language models
are fine-tuned to new data, a language model learns any information from the training
data used. Most of the time, the training data contains a bias. This bias is also picked up
by the language models and propagated in the response behavior. Especially on the
political domain this can have a negative impact. Thus, language models can be fine-
tune for political biased data, which can subsequently be used to develop applications
that are intended to influence users’ political opinions.

The goal of this work is to investigate how different language models affect he reproduc-
tion of political bias and what impact different factors from the training dataset have on
the reproduction of political bias.

To do this, we adapted a web scraper to add more data to the dataset it generated. The
data in the dataset is news data from the American political domain. This dataset was
extended by the full texts, of the news items. Furthermore, additional citations were re-
moved from the full texts to examine the effect of citations on the reproduction of political
bias.

Then, three language models, which are based on different components of the Trans-
former architecture, were fine-tuned to the headlines, full texts, and full texts without ci-
tations of the left and right news data. After fine-tuned, the language models generated
texts for inputs. The generated texts were evaluated for political bias by an evaluation
scheme.

Here, political bias was most strongly and accurately reproduced by the DistilGPT2 lan-
guage model, which used the full texts in finetuning. The DistilGPT2 language model is
based on the decoder component from the Transformer architecture. If a lot of data is
available during finetuning, using the full texts without citations during finetuning leads to
a further amplification of the reproduction of the political bias.

Keywords: dataset, language model, bias, media bias, finetuning
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1 Einleitung

1.1 EinfUhrung und Problemstellung

Sprachmodelle sind in der heutigen Zeit weit verbreitet. Sie bilden die Grundlage fur viele
Applikationen, welche sich mit der Verarbeitung der natirlichen Sprache befassen. Da-
mit ein Sprachmodell fiir Applikationen verwendet werden kann, wird dieses zuvor auf
eine grof’e Anzahl an Daten trainiert oder ein bereits trainiertes Sprachmodell auf wei-
tere Daten fein abgestimmt, um die Informationen aus den Daten zu lernen. Basierend
auf den gelernten Daten generiert ein Sprachmodell dann Antworten. Die Trainingsda-
tensatze fir Sprachmodelle bestehen meistens aus gesammelten Daten aus dem Inter-
net, welche durch Menschen erstellt wurden und dadurch oftmals einen Bias beinhalten
[1]. Sprachmodelle lernen anschlielend jegliche Information aus den Trainingsdaten.
Somit lernt ein Sprachmodell auch voreingenommene Informationen und reprasentiert
diese im Antwortverhalten. Dabei kann ein Sprachmodell bei den gelernten Informatio-
nen nicht unterscheiden, ob diese neutral oder voreingenommen sind, da Sprachmo-
delle, im Gegensatz zu Menschen, nicht Uber eine moralische Instanz verfugen.

Generell wird der Anwendungsbereich von Sprachmodellen immer grofier. So kommen
Sprachmodelle in verschiedenen Anwendungsbereichen zum Einsatz wie in Suchma-
schinen, Konversations- und Textgenerierungstools wie ChatGPT oder in Uberset-
zungstools wie Google Ubersetzer oder DeepL [2].

Besonders die Nutzung von Konversations- und Textgenerierungstools wie Chatbots
wird immer beliebter. So wurde die Webseite der Software ChatGPT von dem Unterneh-
men OpenAl seit der Einflhrung 2022 Gber 1,8 Milliarden Mal besucht [3].

Insgesamt zeigt sich, dass Menschen mit den generierten Antworten des Chatbots zu-
frieden sind. Im Rahmen einer Studie der Universitat Duisburg Essen wurden ca. 6500
Personen zu der Zufriedenheit der Nutzung des Chatbots ChatGPT befragt [4]. Von den
ca. 6500 befragten Personen aulierten 44 Prozent, dass diese die generierten Textwor-
ten des Chatbots fiir gut bis sehr gut befinden und nur jeder Zehnte dulRerte Bedenken
bei den generierten Antworten [4].

AulBerdem lassen sich Benutzer*innen von den generierten Antworten eines Sprachmo-
dells beeinflussen. So konnten Forscher der Standford Universitat in einem Experiment
herausfinden, dass sich die Teilnehmenden von einem politisch meinungsbildenden
Text, welcher durch das Sprachmodell GPT-3 generiert wurde, genauso haben beein-
flussen lassen, wie durch einen Text, welcher von einem Menschen verfasst worden ist

[3]-

Eine mdgliche Konsequenz ist, dass durch die generierten Texte eines Sprachmodells
Meinungen und Einstellungen eines Menschen, bewusst oder unbewusst, beeinflusst
und/oder geformt werden konnen. Gerade in der politischen Doméane kann sich diese
Eigenschaft nachhaltig problematisch entwickeln. So kann ein vortrainiertes Sprachmo-
dell gezielt durch politisch voreingenommene Daten fein abgestimmt werden.
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AnschlieRend kann das fein abgestimmte Sprachmodell dazu genutzt werden, um damit
Applikationen wie Chatbots zu entwickeln, welche gezielt dazu beitragen kénnen die po-
litische Meinung von den Benutzer*innen zu formen.

Aus diesem Grund ist es relevant zu untersuchen, wie vortrainierte Sprachmodelle durch
weitere Daten gezielt feinabstimmt werden kénnen, um eine politische Voreingenom-
menheit in den generierten Antworttexten zu reprasentieren. Die politische Voreinge-
nommenheit bedeutet dabei, ob die Antworttexte politisch links oder rechts orientiert
sind.

1.2 Zielsetzung

Ziel dieser Arbeit ist es, gemal der gerade beschriebenen Problemstellung, vortrainierte
Sprachmodelle mit einem Datensatz, bestehend aus politisch voreingenommenen Daten
aus der politischen Doméane, fein abzustimmen, um die politische Voreingenommenheit
aus dem Datensatz im Antwortverhalten reproduzieren zu kdnnen.

Die Datengrundlage fiir dieses Vorhaben ist ein Datensatz bestehend aus Nachrichten-
artikeln der linken, mittleren und rechten politischen Doméane [6]. Der Datensatz beinhal-
tet die Vorschau von Nachrichtentexten, die Uberschrift, die politische Voreingenom-
menheit der Nachrichtentexte sowie weitere Metadaten. Eine nahere Beschreibung des
Datensatzes folgt im spateren Verlauf dieser Arbeit siehe Kapitel 3.1. Dieser Datensatz
wird anschlieBend durch die Volltexte der Nachrichtentexte angereichert. Aul’erdem
werden die Zitate der Autoren innerhalb der Nachrichtentexte entfernt, um zu untersu-
chen, welche Auswirkungen diese auf die Reproduktion der politischen Voreingenom-
menheit haben.

AnschlieRend wird der Datensatz mit erweiterten Daten dazu verwendet, um verschie-
dene vortrainierte Sprachmodelle mit unterschiedlichen Daten aus dem Datensatz fein
abzustimmen. Die Sprachmodelle werden daraufhin dazu verwendet, um Texte fir Ein-
gaben zu generieren, welche, je nach Feinabstimmung, eine linke oder rechte politische
Orientierung aufweisen sollen. AbschlieRend wird die Reproduktion der politischen Vor-
eingenommenheit in den generierten Texten der unterschiedlichen fein abgestimmten
Sprachmodelle evaluiert. Auf diese Weise soll Aufschluss dariiber gewonnen werden,
wie die Sprachmodelle unter Verwendung unterschiedlicher Daten aus dem Datensatz
beim Finetuning die politische Voreingenommenheit reproduzieren konnten. Dadurch er-
geben sich folgende Forschungsfragen:

1. Wie unterscheiden sich verschiedene Sprachmodelle hinsichtlich der Reproduk-
tion von politischer Voreingenommenheit aus Finetuning Daten?

2. Welche weiteren Faktoren wirken sich auf die Reproduktion von politischer Vor-
eingenommenheit aus Finetuning Daten aus?

a. Welchen Einfluss hat die Grélke des Datensatzes auf die Reproduktion
von politischer Voreingenommenheit aus Finetuning Daten?
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b. Wie wirkt sich die Verwendung der Volltexte der Nachrichtentexte des
Datensatzes auf die Reproduktion von politischer Voreingenommenheit
aus Finetuning Daten aus?

c. Wie wirkt sich das Filtern der Zitate in den Nachrichtentexten des Daten-
satzes auf die Reproduktion von politischer Voreingenommenheit aus Fi-
netuning Daten aus?

1.3 Gliederung der Arbeit

Der Inhalt in dieser Arbeit unterteilt sich in sieben verschiedene Kapitel. Zu Beginn wurde
das Thema eingeleitet und die Problemstellung erklart, welche in diesem Themenbe-
reich identifiziert wurde. Im Zuge der Einleitung wurden anschlieRend die Ziele flr diese
Arbeit definiert.

Nach der Einleitung folgt zunachst die Erklarung der theoretischen Grundlagen. Dabei
werden auch verwandte Arbeiten genannt, welche in dem Themenbereich der Sprach-
modelle zu dhnlichen Themen wie das dieser Arbeit geforscht haben.

Nach den theoretischen Grundlagen folgt die methodische Vorgehensweise, in welcher
dargelegt wird, wie die Forschung in dieser Arbeit durchgeflihrt wurde und welche Ar-
beitsschritte dafir bendétigt worden sind.

AnschlieRend werden die Ergebnisse der Forschung objektiv dargestellt und beschrie-
ben. Im darauffolgenden Kapitel werden die zuvor beschriebenen Ergebnisse evaluiert
und bewertet. Danach folgt die Diskussion der Ergebnisse und abschlieRend wird ein
Fazit aus den Ergebnissen der Forschung gezogen.
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2 Theoretische Grundlagen und verwandte Arbeiten

Im Folgenden Kapitel werden die theoretischen Grundlagen behandelt, um ein grundle-
gendes Verstandnis fur die Thematik dieser Arbeit geben zu kénnen. Im selben Zug wird
dabei Bezug zu verwandten Forschungsarbeiten genommen und anhand dessen wird
die Forschung dieser Arbeit anschlieRend in den wissenschaftlichen Kontext eingeord-
net.

Wie der Titel dieser Arbeit sagt, soll die Diffusion von Bias aus Trainingsdaten beim Fi-
netuning von Language Models untersucht werden. Jedoch muss zuerst erklart werden,
was ein Bias Uberhaupt ist, wie dieser entstehen kann und was Finetuning von Language
Models bedeutet. Language Models werden dabei im weiteren Verlauf dieser Arbeit, so-
wie auch in der Einleitung geschehen, mit dem deutschen Begriff ,Sprachmodelle’ be-
zeichnet, da diese Arbeit in der deutschen Sprache verfasst ist. Da es fir den Begriff
,Finetuning' keine passende sinngemaRe deutsche Ubersetzung gibt, wird hier der eng-
lische Begriff verwendet. Wird jedoch die Handlung vom ,Finetuning‘ in einem Satz be-
schrieben und das Wort ,Finetuning' passt sinngemaf nicht in den Satzbau, dann wird
das deutsche Wort ,fein abgestimmt’ verwendet.

Finetuning

Sprachmodelle (englisch: Language Models, LM) sind Deep-Learning Modelle, welche
dazu in der Lage sind, Sprache auf der Grundlage von Trainingsdaten und Wahrschein-
lichkeitsmechanismen zu verarbeiten und zu erzeugen [7]. Dabei werden Informationen
adaptiert, welche aus den Trainingsdaten gelernt worden sind und auf der Basis von
diesen Informationen kann Sprache erzeugt werden [7].

Besonders im Bereich der natlrlichen Sprachverarbeitung (englisch: Natural Language
Processing, NLP) haben Sprachmodelle durch ihre Leistung traditionelle Methoden wie
heuristische Ansatze oder wissensbasierte Systeme abgeldst, um verschiedenste Auf-
gaben zu |6sen [8].

Es gibt zwei Ansatze wie ein Sprachmodell flir Aufgaben im NLP-Bereich verwendet
werden kann. Entweder wird das Sprachmodell von Grund auf mit einem riesigen Da-
tensatz auf einen Anwendungsfall trainiert oder es wird ein vortrainiertes Sprachmodell
verwendet [9]. Ein vortrainiertes Sprachmodell ist bereits auf einen riesigen Datensatz
trainiert worden, wie das Modell BERT, welches auf den BooksCorpus mit 800 Millionen
Worten und dem englischen Wikipedia Korpus mit 2,5 Milliarden Worten trainiert wurde
[10]. Dadurch hat das vortrainierte Sprachmodell bereits die Datenmuster der Sprachre-
prasentationen der Worte aus den Trainingsdaten gelernt [9].

Deshalb kann ein vortrainiertes Sprachmodell am besten mit Aufgaben umgehen, wel-
che Datenmuster bendtigen, die das Modell bereits gelernt hat und zum Teil auch mit
Aufgaben, die auRerhalb des gelernten Datenmusters liegen. Jedoch haben diese Mo-
delle Probleme mit Daten umzugehen, welche sich stark von dem gelernten Datenmus-
ter unterscheiden [11].
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Um das Problem zu I6sen, wird Finetuning verwendet, genauer gesagt das adaptive Fi-
netuning. Beim adaptiven Finetuning wird das vortrainierte Sprachmodell zuséatzlich auf
einen Datensatz trainiert, welcher die benétigten Datenmuster enthalt [11]. Dadurch eig-
net sich das adaptive Finetuning besonders gut, um das Sprachmodell flir Aufgaben
einer bestimmten Domane anzupassen [11]. Wird das Sprachmodell mit einem Daten-
satz der Zieldomane trainiert, kann es sich besser an die Nuancen und Eigenschaften
der Zieldomane anpassen und spezifischere Ergebnisse flr Aufgaben in dem Bereich
erzielen [11].

Das adaptive Finetuning hat zum Beispiel auch Canwen Xu 2022 [12] innerhalb der For-
schung zur Reproduktion von toxischem Verhalten von Sprachmodellen angewendet.
Genauer gesagt wurde untersucht, wie das toxische Verhalten kontrolliert werden kann.
Dabei wurde ein GPT-2 Sprachmodell durch Finetuning mit einen Datensatz toxischer
Eingaben auf die Doméane des toxischen Sprachverhaltens angepasst [12]. Anschlie-
Rend hat das Sprachmodell toxische Eingaben generiert und es konnten Dekodierungs-
strategien und Re-Ranking Verfahren angewandt werden, um zu untersuchen wie das
toxische Verhalten wieder reduziert werden kann [12].

Das domanen-adaptive Finetuning wurde auch von Jacob Eisenberg und Xiaochuang
Han 2019 [13] ndher untersucht. Innerhalb der Forschung wurde das vortrainierte
Sprachmodell BERT fur Aufgaben in den Doméanen der historischen Texte und der sozi-
alen Medien verwendet [13]. Dabei wurde das Sprachmodell jeweils einmal ohne weitere
Anpassung verwendet und jeweils einmal mit einer Anpassung durch Finetuning mit do-
manen-spezifischen Datensatzen [13]. In der Domane der historischen Texte gab es
kaum ein Unterschied zwischen der domanen-angepassten Version von BERT und der
nicht angepassten, da beide ahnlich gute Ergebnisse erzielt haben [13]. In der Domane
der sozialen Medien wiederum hat BERT bereits gute Ergebnisse erzielt, aber mit dem
domanen-adaptiven Finetuning noch weitere Verbesserungen gezeigt [13].

Neben dem adaptiven gibt es noch weitere Arten des Finetunings. Das Behavioral Fine-
tuning, das Parameter-efficient Finetuning und das Text-to-Text Finetuning [11]. Jedoch
werden diese Arten des Finetunings fir andere Aufgabenbereiche verwendet. Da im
Rahmen dieser Arbeit der Bias in einer speziellen Domane, der Politik, untersucht wer-
den soll, macht das adaptive Finetuning von Sprachmodellen fiir die Forschung in dieser
Arbeit am meisten Sinn.

Bias

Der Bias im Allgemeinen ist ein Begriff, welcher aus dem englischen Sprachgebrauch
stammt. Ins Deutsche Ubersetzt, ist dann die Rede von einer Voreingenommenheit, Ten-
denz oder einem Vorurteil. Diese Voreingenommenheit richtet gegenuber einer Person,
einer Gruppe von Person oder einem Gegenstand und kann sich dabei sowohl positiv
als auch negativ auswirken [14]. Ein Bias kann bewusst (Expliziter Bias) oder unbewusst
(Impliziter Bias) auftreten [14]. Dabei bezieht sich der Bias oftmals auf das Alter, die
Herkunft, das Geschlecht, die sexuelle Orientierung, das Aussehen, die Religionszuge-
hoérigkeit oder auch die politische Einstellung einer Person oder einer Gruppe [14].
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Besonders der implizite, also unbewusste, Bias ist in dem Denken von jeder einzelnen
Person mehr oder weniger stark ausgepragt [15]. Der Grund fir diese Fahigkeit wird in
der evolutionaren Entwicklung des Menschen vermutet [15]. MutmalRlich sollen unsere
Vorfahren eine Voreingenommenheit und damit eine Kategorisierung gegeniber ande-
ren Personen, Tieren und Situationen entwickelt haben, um diese schnell als freundlich
oder potenziell gefahrlich einordnen zu kénnen, um das Uberleben zu sichern [15]. Diese
angeborene Tendenz, alles in Kategorien zu betrachten was uns begegnet, ist selbst
Jahrhunderte spater noch in dem Denken des menschlichen Gehirns verankert [15].

Deshalb spiegelt sich der Bias auch in der Entscheidungsfindung und der Assoziations-
fahigkeit von Menschen in jedem Bereich wider. So hat eine Studie im akademischen
Kontext den Geschlechter-Bias (englisch: Gender-Bias) untersucht. Dabei wurden iden-
tische Bewerbungsunterlagen eingeschickt, wobei sich nur das Geschlecht unterschied
[16]. Die Wissenschaftlerinnen tendierten dabei dazu die Bewerbung des mannlichen
Bewerbers als qualifizierter anzusehen, obwohl die Unterlagen identisch waren [16]. Au-
Rerdem hat die Studie ergeben, dass es auch einen Herkunfts-Bias (englisch: Race-
Bias) im akademischen Kontext gibt, da Menschen mit dunkler Hautfarbe (englisch: Pe-
ople of Color, PoC) schlechtere Karriereaussichten im akademischen Bereich haben
[16].

Der Gender-Bias und der Race-Bias wurde auch im journalistischen Kontext untersucht.
So hat die Zeitschrift Journalist 2020 eine Analyse der soziodemografischen Merkmale
von Volontarinnen und Volontaren der ARD durchgefihrt [17]. Innerhalb der Analyse
wurden die Probanden in einer reprasentativen Umfrage unteranderem zu dem Ge-
schlecht und dem Migrationshintergrund befragt aber auch nach der politischen Partei-
praferenz [17]. Die Analyse hat dabei ergeben, dass neben den Ergebnissen zum Ge-
schlecht und Migrationshintergrund knapp 80% der Teilnehmer*innen eher Parteien
wahlen, welche in die linke politische Richtung tendieren und nur knapp 4% Parteien
wahlen, welche eher in die rechte politische Richtung tendieren [17].

Diese politische Verzerrung der Journalist*innen kann dabei anschlieend auch punktu-
ell und implizit, also unbewusst, oder strukturell und in deren Berichterstattung Gber ge-
wisse Akteure und Themen auftreten [18].

Diese Art von einer politischen Tendenz wird als Medienbias (englisch: Media-Bias) be-
schrieben. ,Unter Medienbias wird in der Regel die Verzerrung politischer Berichterstat-
tung zum Vor- oder Nachteil bestimmter politischer Parteien, Kandidat*innen oder The-
men verstanden“[19].

Die Ursachen fiir einen Medienbias sind dabei aber nicht nur auf die politische Praferenz
der Journalist*innen zurlckzufihren, sondern kann auch von der finanzielle Abhangig-
keit zwischen den Medien und Parteien, der journalistischen Praktiken oder der politi-
sierten Leser*innen abhangen [19].

Der Medienbias in der Berichterstattung ist kein Phdnomen, welches keine weitere Wir-
kung auf die Rezipient*innen der Medien hat. So zeigt eine steigende Zahl an
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Untersuchungen, dass der Medienbias in der Berichterstattung die politische Einstellung
und das politisches Verhalten der Konsument*innen beeinflussen kann [19].

Die Transformation der Medien durch den digitalen Wandel hat zur Folge, dass die Be-
richterstattung nicht mehr analog durch Print-Medien stattfindet, sondern online im Inter-
net fur jeden zuganglich ist [20]. Das bedeutet im Umkehrschluss, dass die Inhalte der
Berichterstattung als Daten im Internet reprasentiert werden.

Aus den Daten im Internet werden sehr haufig grolRe Datensatze erstellt, welche an-
schlielRend dazu verwendet werden, um Sprachmodelle zu trainieren oder fein abzustim-
men. Dabei werden jegliche Informationen aus den Daten von dem Sprachmodell adap-
tiert, was zu einem nicht gewollten Antwortverhalten fihren kann [21]. Dadurch kann
auch ein Medienbias von Sprachmodellen adaptiert werden.

Um nachzuweisen, dass Sprachmodelle einen Medienbias im Antwortverhalten auswei-
sen kénnen, hat sich Fabian Haak 2023 [22] mit der Reproduktion von politischer Vor-
eingenommenheit durch Sprachmodelle beschéftigt. Im Rahmen der Forschung zum
Medienbias bei Suchanfragen und Suchvorschlagen, wurde ein Datensatz mit einem
Medienbias generiert [22]. Dieser Datensatz wurde dazu verwendet, um das vortrainierte
Sprachmodell DistiiBERT [23] auf links- und rechtsorientierte Nachrichtentexte und
Uberschriften feinabzustimmen. AnschlieRend haben die Sprachmodelle maskierte Wér-
ter in Eingabesatzen hervorgesagt, welche dann in ihrer Gesamtheit eine politische Vor-
eingenommenheit reprasentiert haben [22].

Dadurch konnte nachgewiesen werden, dass es moglich ist einen Medienbias gezielt
durch ein Sprachmodell reproduzieren zu lassen. Jedoch ist es gerade deshalb von Be-
deutung, ebenfalls zu erforschen, wie Sprachmodelle einen Medienbias vermeiden oder
zu mindestens reduzieren kénnen.

Deshalb hat sich Ruibo Lui 2021 [24] damit beschaftigt den Medienbias bzw. die politi-
sche Voreingenommenheit in Sprachmodellen zu untersuchen und Méglichkeiten zu fin-
den diesen zu reduzieren. Daflir wurden Texte mit drei unterschiedlichen GPT-2 Sprach-
modellen generiert. Bei zwei der drei Modelle wurden unterschiedliche Debias-Strate-
gien angewendet, um die politische Voreingenommenheit in den Texten reduzieren zu
kénnen [24]. Diese Modelle wurden anschlief’end in zwei Ausfiihrungen getestet. Bei
der ersten Ausfiihrung wurden die Sprachmodelle nicht weiter fein abgestimmt [24]. Bei
der zweiten Ausfiihrung wurden die Sprachmodelle zusatzlich mit einem Datensatz be-
stehend aus politischen Ideologien fein abgestimmt [24]. Anschlielend wurden die
Sprachmodelle hinsichtlich des Medienbias in den Antworttexten evaluiert. Die Sprach-
modelle, bei welchen Debias-Strategien angewendet wurden, konnten den Medienbias
in den generierten Antworttexten deutlich reduzieren [24].

So konnte gezeigt werden, dass ein adaptierter Medienbias von Sprachmodellen durch
bestimmte Methodiken auch wieder reduziert werden kann. Jedoch beschaftigt sich die
Forschung dieser Arbeit nicht mit dem Reduzieren des Medienbias von Sprachmodellen,
sondern fokussiert sich auf die Reproduktion des Medienbias durch Sprachmodelle, ahn-
lich wie in der Veroéffentlichung von Fabian Haak. Dabei soll aber nicht nur untersucht
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werden, dass es moglich ist einen Medienbias durch Sprachmodelle reproduzieren zu
lassen, sondern auch welche Faktoren und unterschiedliche Sprachmodelle einen Ein-
fluss auf die Reproduktion haben.

Im weiteren Verlauf dieser Arbeit wird der Medienbias unter dem Begriff der politischen
Voreingenommenheit weitergefihrt, so wie auch in der Einleitung zu sehen ist.
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3 Methodische Vorgehensweise

Abbildung 1: Flowchart der methodischen Vorgehensweise (Quelle: Eigene Darstellung)
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Die methodische Vorgehensweise bei der Forschung dieser Arbeit zu der Reproduktion
von politischer Voreingenommenheit durch Finetuning von Sprachmodellen folgt mehre-
ren Arbeitsschritten, wie in Abbildung 1 zu sehen ist. Diese Arbeitsschritte werden beno-
tigt, um die Daten fUr das Finetuning zu generieren, die Sprachmodelle feinabzustimmen
und anschlieend zu evaluieren. Alle bendtigten Arbeitsschritte und Prozesse sind in der
Abbildung 1 durch Rechtecke mit inneren Linien dargestellt. Verwendete Software wie
der Web Scraper oder die Sprachmodelle werden durch Parallelogramme dargestellit.
Datenquellen und Datensatze werden durch Zylinder abgebildet. Die normalen Recht-
ecke stellen weitere Informationen zu Arbeitsschritten dar.

3.1 Web Scraper und Beschreibung des Datensatzes

Im folgenden Kapitel wird erklart, welche Schritte unternommen wurden, um den Daten-
satz fir das Finetuning der Sprachmodelle zu generieren. Dafir wurde ein bereits be-
stehender Web Scraper angepasst, um die benétigten Daten zu generieren. Dabei wird
erklart, wie der Web Scraper funktioniert, welche Daten dieser extrahiert und welche
Anpassungen vorgenommen wurden. Abschlieend folgt eine Beschreibung des finalen
Datensatzes.

Das Word Wide Web besteht aus einer grolRen Zahl von untereinander verlinkten Web-
seiten. Die Webseiten bestehen aus einem Quelltext. Dieser ist in der Sprache Hypertext
Markup Language (HTML) geschrieben und besteht aus verschiedenen verschachtelten
Elementen [25]. Um Informationen aus dem Quelltext gewinnen zu kénnen, benétigt man
eine spezielle Software. Diese Software wird als Web Scraper oder Web Scraping be-
schrieben [26]. Ein Web Scraper ist dazu in der Lage den Quelltext einer Webseite nach
einem vorgegebenen Muster zu durchsuchen und so gezielt Informationen bzw. Daten
aus dem Quelltext zu extrahieren [26]. Die dadurch extrahierten Daten kénnen anschlie-
Rend zum Beispiel in ein Tabellenformat gebracht und analysiert oder fir weitere Ver-
wendungszwecke gespeichert werden [27].

Ein solcher Web Scraper wurde auch im Rahmen der Veréffentlichung Qbias — A Dataset
on Mediabias in Search Queries and Query Suggestions [22] entwickelt, um den Daten-
satz Allsides Biased News Dataset [22] zu generieren. Dieser Web Scraper und der
dadurch generierte Datensatz bilden zunachst die Grundlage, um den Datensatz fiur das
Finetuning zu generieren. Der Web Scraper wurde angepasst, damit der Datensatz
durch weitere Daten angereichert wird, welche im Anschluss flir das Finetuning der
Sprachmodelle relevant sind. Technisch basiert der Web Scraper auf der Programmier-
sprache Python [28] und dem Web Scraping Modul Selenium [29].

Der Web Scraper extrahiert die benétigten Informationen fir den Datensatz in zwei we-
sentlichen Arbeitsschritten. Zuerst werden alle Links der Webseite Allsides Headline
Roundups [30] extrahiert und gespeichert. Diese Webseite sammelt Nachrichtenartikel
zu Nachrichtenthemen aus der amerikanischen Politikdomane.
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Title of Headline Roundup Topic Date

Biden: Outcome of Wagner Mutiny ‘Remains to be Seen Ukraine Wa 2023-06-26
DeSantis De ess Border Crisis: ‘No Excus 2024 Presidential Election 2023-06-26
What C e an for Putin and Ru World 2023-06-26
Train Carrying Hazardous Materials Crashes Into Yellowstone River Environment 2023-06-26
Sno ks Back Claim that Titanic Sub Used Elon Musk’s Starlink Media Bias 2023-06-25
Wagner Group Halts Advance Towards Moscow 2023-06-24
American Views on Abortion and Policy One Year After the Overturning of Roe v. Wade Abortion 2023-06-24

Abbildung 2: Ausschnitt der Headline Roundup Links von Allsides [30]

Wie Abbildung 2 zeigt, werden auf der Webseite Links zu Headline Roundups darge-
stellt. Ein Headline Roundup ist eine Webseite, auf welcher drei Schlagzeilen aus ver-
schiedenen Quellen von einem aktuellen Nachrichtenthema abgebildet sind [31]. Die
verschiedenen Quellen stammen dabei aus dem linken, mittleren und rechten politischen
Spektrum, um die Perspektiven der unterschiedlichen politischen Positionen bei dem
gleichen Thema aufzuzeigen [31]. Dafir bestimmt ein Team von Allsides, bestehend aus
zwei Redakteur*innen und zwei Nachrichtenspezialist*innen, relevante Nachrichtenthe-
men und sucht fir jedes Thema aus linken, mittleren und rechten Nachrichtenquellen
nach Nachrichtenartikeln zu diesem Thema, welche anschlieRend in einem Headline
Roundup festgehalten werden [31], siehe Abbildung 3. Die Headline Roundups werden
taglich um drei bis vier Headline Roundups Eintrage erweitert [31]. Das Team von Allsi-
des, welches fir die Erstellung von Headline Roundups verantwortlich ist, vertritt dabei
verschiedene politische Einstellungen, um einen mdéglichen Bias bei der Auswahl der
Themen und den dazugehdrigen Nachrichtenartikeln weitestgehend vermeiden zu kén-
nen [31].

Abbildung 3 zeigt den Headline Roundup hinter dem ersten Link aus der Tabelle in Ab-
bildung 2. Der Titel von dem Headline Roundup ,Biden: Outcome of Wagner Mutiny
‘Remains to be Seen’ [30] beschreibt ein relevantes Thema aus den Nachrichten und
wird von dem gerade beschriebenen Team von Allsides gewahlt [31]. Neben dem Titel
zu dem Headline Roundup wird in Abbildung 2 noch das allgemeine Oberthema der
Nachrichten festgehalten und das Datum von welchem Tag die Nachrichten in dem
Headline Roundup stammen.
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From the Center

Biden Says U.S. 'Had Nothing To Do
With' Wagner Mutiny In Russia
HuffPost
NEWS
President Joe Biden said on Monday that the
United States and its allies strongly
communicated to the Kremlin that they were
not involved in the short-lived mutiny in Russia
this weekend by the Wagner mercenary group.

On Saturday, the private military company’s far-

right leader Yevgeny Prigozhin led an armed
rebellion focused on Russia’s military brass —
specifically Defense Minister Sergei Shoigu —
accusing them of botching the war against
Ukraine and attacking his fighters. The Kremlin
has denied attacking Wagner fighters.

Wagner mercenaries who were fighting in
Ukraine on behalf...

Open on HuffPost (4

See rating details

Biden makes first public comments on
Wagner revolt in Russia: 'We had
nothing to do with it'

Fox News (Online I R

See rating details

/Getty Images

NEWS

President Biden addressed the Wagner Group's
revolt against Russian President Viadimir
Putin's regime for the first time on Monday,
saying the top priority for the U.S. and NATO
was to establish that they had "nothing to do
with it.

Biden says he asked for hour-by-updates on
the situation throughout the weekend, in

Biden: Ultimate outcome of rebellion in
Russia remains to be seen

The Hill =

See rating details

NEWS

President Biden on Monday said it’s too soon
to conclude the consequences of the short-
lived rebellion in Russia over the weekend, and
he pushed back against Russian suggestions of
Western involvement in the mutiny.

“The ultimate outcome of all this remains to be
seen,” the president said in remarks in the East
room of the White House, characterizing the
events as an internal Russian struggle.

addition to holding virtual meetings with key
allies. He clarified that the U.S. is still assessing
the fallout from the weekend's events and went
on to affirm that the U.S. is continuing its full
support for Ukraine,

Biden said the U.S. is still assessing the fallout
of the rebellion led by Yevgeny Prigozhin, the
head of the Russian private military company
Wagner....

Open on The Hill (£
They... P G

Open on Fox News (Online News) (£

Abbildung 3: Bespiel einer Webseite hinter einem Headline Roundup [32]

Wie in Abbildung 3 dargestellt, befinden sich in dem gerade genannten Headline
Roundup, zu dem von Allsides gewahlten Thema, drei verschiedene Nachrichtenartikel
zu diesem Thema aus drei Quellen. Von den Nachrichtenartikeln wird dann jeweils die
Schlagzeile, eine Vorschau vom Nachrichtenartikel und die politische Position darge-
stellt. Dabei wird die politische Position nicht fir jeden Nachrichtenartikel individuell be-
stimmt, sondern fiir die Nachrichtenquelle, aus welcher der Artikel stammt. Die politische
Position von einer Nachrichtenquelle wird von Allsides durch eine wissenschaftliche
Uberparteiliche Analyse bestimmt, welche die durchschnittliche Meinung von Menschen
aus dem gesamten politischen Spektrum widerspiegelt [33]. AnschlieRend kénnen die
Nutzer von Allsides dem Ergebnis der Analyse zustimmen oder widersprechen, um die

politische Position einer Nachrichtenquelle gegebenenfalls anpassen zu kénnen [34].

Dadurch werden die Nachrichtenquellen in eine von 5 verschiedenen politischen Positi-
onen eingeordnet aus dem linken, mittleren und rechten politischen Spektrum. Die Po-
sition teilen sich dabei in links, leicht links, Mitte, leicht rechts und rechts auf, siehe Ab-
bildung 4.

Aus diesen politisch bewerteten Quellen werden anschlieRend drei Nachrichtenartikel
gesucht, welche fir ein bestimmtes Thema Perspektiven aus unterschiedlichen politi-
schen Positionen darstellen [31]. Dabei besteht ein Headline Roundup nicht zwangslau-
fig immer aus Nachrichtenquellen aus dem linken, mittleren und rechten politischen
Spektrum. Es kommt auch vor, dass Headline Roundups zum Beispiel zwei Nachrich-
tenartikel aus dem linken und ein Nachrichtenartikel aus dem rechten politischen Spekt-
rum abbilden [31].
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Abbildung 4: Allsides Media Bias Ratings [35]

Im zweiten Schritt iteriert der Web Scraper Uber die gespeicherten Links der Headline
Roundups, 6ffnet die Webseite von jedem Headline Roundup und extrahiert gezielt die
bendtigten Informationen.

Dadurch werden aus dem Quelltext der Webseiten der Titel der Thematik, die Tags der
Thematik und die Uberschrift, die Vorschau der Nachrichtentexte, die Nachrichtenquel-
len und die politische Position der Nachrichtenartikel extrahiert und in einem Datensatz
gespeichert, siehe Abbildung 5.

title tags heading source text bias_rating
0 Gun Violence Over Fourth of ['Protests’, 'Fourth Of July',  Chicago Gun Violence Spikes and New York Times  As Yasmin Miller drove home from left
July Weekend 'Gun Control An... Increasingly F.. (News) alaundromat ...
1 Gun Violence Over Fourth of ['Protests’, ‘Fourth Of July',  ‘Bullets just came from nowhere’: Chi Tribun As many Chicagoans were nter
July Weekend ‘Gun Control An... Fourth of Ju... cago une celebrating the Fourth... centel
2 Gun Violence Over Fourth of ['Protests’, ‘Fourth Of July', Dozens of shootings across US New York Post  The nation’s 4th of July weekend ight
July Weekend '‘Gun Control An... mark bloody July... (News) was marred by... ng
3 Yellen Warns Congress of  ['Janet Yellen', ‘Debt Ceiling’,  Federal Government Will Run Out The Epoch Tim: Treasury Secretary Janet Yellen on right
‘'Economic Recession' ... ‘Economic Pol... of Cash on Oct... e Epoc es Tuesday war... 9

Abbildung 5: Vorschau des durch den Web Scraper generierten Datensatz [6]

Das Problem dabei ist, dass auf den Webseiten nicht der Volltext der Nachrichten abge-
bildet ist, sondern nur eine Vorschau der Nachrichtentexte, wie in Abbildung 3 zu
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erkennen. Somit extrahiert der Web Scraper nur die Vorschau der Nachrichtentexte und
nicht den Volltext. Da die Volltexte der Nachrichten aber eine Relevanz fiir das Fi-
netuning der Sprachmodelle darstellen, muss der Web Scraper dahingehend angepasst
werden, dass diese auch dem Datensatz hinzugeflgt werden.

Der Web Scraper wurde vom dem GitHub Repository’ heruntergeladen und anschlie-
Rend lokal ausgefihrt. Dabei wurden im ersten Schritt alle Links der Webseiten von der
oben genannten Webseite Allsides Headline Roundups extrahiert und anschlieRend ge-
speichert. Die Zahl der gespeicherten Links ist abhangig vom Zeitpunkt des Ausfuhrens
des Web Scrapers, da, wie ebenfalls oben schon erwahnt, taglich neue Headline
Roundups erstellt werden. Zum Zeitpunkt des Ausfiihrens waren auf der Webseite 8208
Links zu Headline Roundups verfugbar, im Zeitraum vom 01.06.2012 bis zum
26.06.2023.

Im zweiten Schritt, beim Extrahieren der bendtigten Informationen der gespeicherten
Webseiten, ist jedoch ein Problem aufgetreten. Der Web Scraper konnte die benétigten
Informationen nicht aus dem Quelltext der Webseiten extrahieren. Der Grund dafur ist,
dass der Web Scraper die bendtigten Informationen aus dem Quelltext Gber absolute
XML-Pfade extrahiert hat. Ein absoluter XML-Pfad enthalt alle Elemente des Quelltextes
einer Webseite ausgehend vom Wurzelelement (html) und kann so auf jedes Element
durch einen festvorgegebenen statischen Pfad zugreifen [36]. Das Problem bei einem
absoluten XML-Pfad ist, dass jede Veranderung des Quelltextes dazu fihrt, dass der
XML-Pfad nicht mehr aktuell ist und so die gewunschten Elemente im Quelltext nicht
mehr erreichen kann [36]. So ist davon auszugehen, dass sich die Struktur der Quelltexte
der Webseiten leicht verandert hat, weshalb die gesuchten div-Elemente im Quelltext
Uber die absoluten XML-Pfade nicht mehr gefunden werden konnten. Um das Problem
zu l6sen, wurden die absoluten XML-Pfade durch relative XML-Pfade ersetzt. Bei einem
relativen XML-Pfad wird der Quelltext einer Webseite anhand von bestimmten Elemen-
ten, deren Attribute und der Werte der Attribute durchsucht [36]. Somit konnten die be-
noétigten Informationen der Webseiten anhand der Werte der Klassen-Attribute der div-
Elemente Uber relative XML-Pfade lokalisiert und extrahiert werden.

Nachdem der Web Scraper durch mehrere Anpassungen wieder vollstandig funktions-
fahig war und die Daten extrahiert wurden, konnten die ersten Uberlegungen angestellt
werden, wie die Volltexte der Nachrichten dem Datensatz hinzugefligt werden kénnen.

Ein groRes Problem dabei ist, dass die Volltexte der Nachrichten nicht auf den dazuge-
horigen Webseiten zu finden sind. Jedoch befinden sich auf jeder Webseite unter der
Vorschau von den Nachrichtentexten Links zu den Nachrichtenquellen der Nachrichten-
artikel, siehe Abbildung 3 und 6.

1 https://github.com/irgroup/Qbias
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Wagner mercenaries who were fighting in
Ukraine on behalf...

Open on HuffPost [/

Abbildung 6: Link zu einer Quelle eines Nachrichtenartikels [32]

Werden diese Links angesteuert gelangt man zu der Quellwebseite der Nachrichtenin-
halte auf welcher die Nachrichtenartikel in voller Lange verfugbar sind.

Nun stellt sich die Frage wie der Web Scraper angepasst werden muss, um die Volltexte
extrahieren zu kdnnen, da sich diese nicht direkt auf den extrahierten Webseiten befin-
den, sondern nur Links zu den Webseiten der Nachrichtenquellen mit den Volltexten.
Diese Links konnen aber genutzt werden, um an den Volltext zu gelangen.

Die erste Uberlegung war dabei den Web Scraper durch weitere Web Scraper zu ergan-
zen, welche die Volltexte der Nachrichtenartikel Gber die Links von den Nachrichtenquel-
len extrahieren sollen. Jedoch unterscheiden sich die verschiedenen Quelltexte der
Webseiten von Nachrichtenquelle zu Nachrichtenquelle. Das bedeutet, dass mindestens
fur jede Nachrichtenquelle ein eigener Web Scraper geschrieben werden musste. Das
Problem dabei ist jedoch, dass die Nachrichtenartikel in dem Datensatz aus 510 ver-
schiedenen Nachrichtenquellen kommen. Dafiir missten dem Web Scraper also min-
destens 510 weitere Web Scraper fur die Nachrichtenquellen hinzugefiigt werden. Die-
ser Ansatz ist demnach sehr arbeitsintensiv, weshalb dieser zunachst verworfen und
nach weiteren alternativen Ansatzen gesucht wurde.

Fir ein weiteren Ansatz, um die Volltexte der Nachrichtenartikel von den Nachrichten-
quellen extrahieren zu kénnen, wurde das Python-Modul newspaper3k verwendet.
Newspaper3k ist ein Python-Modul, welches dafiir entwickelt worden ist, um Nachrich-
tenartikel von Webseiten zu extrahieren [38]. Dabei extrahiert das Modul verschiedene
Inhalte der Nachrichtenartikel, wie die Autor*innen, das Veroffentlichungsdatum und
eben auch den Text der Nachrichtenartikel und benétigt dafir nur die URL der Webseite,
auf welcher sich die Nachrichtenartikel befinden [38].

Zunachst musste das Modul aber erstmal getestet werden. Daflr wurden dem Modul 10
Links zu verschiedenen Nachrichtenquellen der extrahierten Nachrichtendaten mitgege-
ben. AnschlieRend wurde geschaut, ob das Modul die Volltexte von den Nachrichten-
quellen Uber die Links extrahieren kann. Dabei hat das Modul gute Ergebnisse erreicht
und Uber jeden der 10 Links die Volltexte der Nachrichtenquellen extrahiert. Dement-
sprechend ist das Modul gut geeignet, um die Volltexte der Nachrichtenartikel zu extra-
hieren und dem Datensatz hinzuzufliigen.

Da newspaper3k die URL der Webseite bendtigt, um von dieser die Volltexte der Nach-
richtenartikel extrahieren zu kénnen, wurde der Web Scraper so weit angepasst, dass
die URL von den Nachrichtenquellen der Nachrichtenartikel ebenfalls extrahiert wurde.
AnschlieRend wurden die Methoden und Funktionen von dem Modul in den Web Scraper
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eingebaut, um die Volltexte Uber die URL der Nachrichtenquellen zu extrahieren und
dem Datensatz hinzuzufugen.

Beschreibung des Datensatzes

Da pro Headline Roundup jeweils 3 Nachrichtenartikel zu Verfigung stehen, kann aus
den 8208 Headline Roundups ein Datensatz entstehen, welcher aus maximal 24.624
Datenobjekten besteht. Jedoch sind ein paar Headline Roundups nicht mehr verflgbar,
obwohl diese noch auf der Allsides Headline Roundups Webseite angezeigt werden.
Deshalb generiert der Web Scraper aus den 8208 Headline Roundups einen Datensatz
mit 24.286 Datenobjekten. Wie in Tabelle 1 zu sehen, besteht der Datensatz aus 9 Spal-
ten.

Tabelle 1: Beschreibung der Spalten im Datensatz (Quelle: Eigene Darstellung)

Spalten Beschreibung
url Die URL des Headline Roundups
date Das Datum der Nachrichten von dem Headline Roundup
title Der Titel der Thematik von dem Headline Roundup
tags Tags zu der Thematik von dem Headline Roundup
heading Die Schlagzeile des Nachrichtenartikels
source Die Quelle des Nachrichtenartikels

preview_text

Die Vorschau von einem WNachrichtenartikel aus dem Headline

Roundup
full_text Der Volltext von einem Nachrichtenartikel aus der Nachrichtenquelle
bias_rating Die politische Position von der Nachrichtenquelle des Nachrichtenarti-

kels

Die 24.286 Datenobjekte in dem Datensatz teilen sich auf in 11.446 Datenobjekte aus
dem linken, 4.759 Datenobjekte aus dem mittleren und 8.081 Datenobjekte aus dem
rechten politischen Spektrum. Die Datenobjekte in dem Datensatz stammen aus insge-
samt 510 Nachrichtenquellen. Davon kommen 175 Nachrichtenquellen aus dem linken,
184 Nachrichtenquellen aus dem mittleren und 151 Nachrichtenquellen aus dem rechten
politischen Spektrum, siehe Tabelle 2.

Tabelle 2: Anzahl der Daten und Nachrichtenquellen aus dem Datensatz aufgeschlisselt nach Links, Mitte und Rechts (Quelle:
Eigene Darstellung)

Insgesamt Left Center Right

Anzahl der Daten 24.286 11.446 4.759 8.081

Anzahl der Quellen 510 175 184 151
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Sind gewisse Daten beim Extrahieren der Nachrichtendaten nicht verfigbar, dann wird
dem Datensatz der Standardwert Null hinzugefiigt [39]. Von den insgesamt 24.286 Da-
tenobjekten sind 4.479 Datenobjekte von Null-Werten betroffen. Alle Spalten bis auf eine
im Datensatz sind entweder gar nicht von Null-Werten betroffen oder weisen nur sehr
wenige Null-Werte auf, mit maximal 21 betroffen Datenobjekten in der Spalte date. Nur
die Spalte full_text zeigt auffallig viele Null-Werte auf, mit 4.438 betroffenen Datenobjek-
ten, siehe Tabelle 3.

Der Grund dafir ist, dass die Daten flr die Volltexte in der Spalte full_text nicht direkt
von den Headline Roundups extrahiert werden, sondern Uber die Links zu den Nachrich-
tenquellen der Nachrichtenartikel Gber das oben erwahnte Python-Modul newspaper3k.
Dabei kann das Python Modul aus mehreren Griinden nicht auf alle Volltexte der Nach-
richtenartikel zugreifen. Ein Grund dafir ist, dass manche Volltexte fir die Nachrichten-
artikel nicht mehr verfugbar sind. Ein anderer Grund ist, dass das Modul beim Extrahie-
ren von den Volltexten der Nachrichtenquellen von manchen Nachrichtenquellen ge-
blockt wird. Ein weiterer Grund ist, dass nicht alle Volltexte auf den Nachrichtenquellen
kostenfrei verfligbar sind und sich hinter einer Paywall verstecken kénnen, siehe Abbil-
dung 7.

Open on National Review [/ (3 Possible Paywall

Abbildung 7: Link zu einer Nachrichtenquelle mit einer méglichen Paywall [40]

Wegen der gerade genannten Griinde ist das Python Modul newspaper3k dazu in der
Lage von den insgesamt 24.286 Datenobjekten der Nachrichtenartikeln zu 19.848 auch
den Volltext zu generieren und dem Datensatz hinzuzufligen, siehe Tabelle 3.

Tabelle 3: Anzahl der Daten pro Spalte mit Null-Werten (Quelle: Eigene Darstellung)

Spalte Anzahl Daten | Anzahl Null-Werte
url 24.286 0
date 24.265 21
title 24.286 0
tags 24.286 0
heading 24.284 2
source 24277 9
preview_text 24277 9
full_text 19.848 4.438
bias_rating 24.286 0
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Wie in Tabelle 4 dargestellt, kommen von den insgesamt 4.438 betroffenen Datenobjek-
ten mit Null-Werten in der Spalte full_text 770 Datenobjekte aus dem linken politischen
Spektrum. Somit haben von den 11.446 Datenobjekten aus dem linken politischen
Spektrum 93%, also 10.676 Datenobjekte einen Volltext im Datensatz.

Tabelle 4: Anzahl der linken Daten pro Spalte mit Null-Werten (Quelle: Eigene Darstellung)

Spalten Anzahl Daten Left | Anzahl Null-Werte Left
url 11.446 0
date 11.434 12
title 11.446 0
tags 11.446 0
heading 11.446 0
source 11.446 0
preview_text 11.444 2
full_text 10.676 770
bias_rating 11.446 0

Die Datenobjekte aus dem mittleren politischen Spektrum machen den geringsten Anteil
der Daten im Datensatz aus mit 4.759 Datenobjekten. Von den 4.759 Datenobjekten
haben 2.310 einen Volltext im Datensatz verfugbar und 2.449 Datenobjekte haben den
Wert Null in der Spalte full_text, siehe Tabelle 5. Das Python-Modul newspaper3k konnte
von den Datenobjekten aus dem mittleren politischen Spektrum von 48% der Datenob-
jekte die Volltexte extrahieren.

Tabelle 5: Anzahl der mittleren Daten pro Spalte mit Null-Werten (Quelle: Eigene Darstellung)

Spalten Anzahl Daten Center | Anzahl Null-Werte Center
url 4.759 0
date 4.757 2
title 4.759 0
tags 4.759 0
heading 4.757 2
source 4.750 9
preview_text 4.756 3
full_text 2.310 2.449
bias_rating 4.759 0
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Aus der Tabelle 6 geht hervor, dass von den insgesamt 8.081 Datenobjekten aus dem
rechten politischen Spektrum zu 6.862 Datenobjekten der Volltext extrahiert werden
konnte und bei den restlichen 1.219 Datenobjekten in der Spalte full_text der Wert Null
eingetragen wurde. Somit ist bei 85% der Datenobjekte aus dem rechten politischen
Spektrum der Volltext verfugbar.

Tabelle 6: Anzahl der rechten Daten pro Spalte mit Null-Werten (Quelle: Eigene Darstellung)

Spalten Anzahl Daten Right | Anzahl Null-Werte Right
url 8.081 0
date 8.074 7
title 8.081 0
tags 8.081 0
heading 8.081 0
source 8.081 0
preview_text 8.077 4
full_text 6.862 1.219
bias_rating 8.081 0

Wie in Abbildung 8 zu erkennen, machen die Datenobjekte aus dem mittleren politischen
Spektrum den Grolteil der Null-Werte in der Spalte full_text aus, mit 55% also 2.449 von
den insgesamt 4.438 betroffenen Datenobjekten. Die Datenobjekte aus dem rechten po-
litischen Spektrum machen 27% aus, mit 1.219 betroffenen Datenobjekten. Die Dateno-
bjekte aus dem linken politischen Spektrum machen den kleinsten Anteil der Null-Werte
in der Spalte full_text aus, mit 17% also 770 von 4.438 betroffenen Datenobjekten.
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Anteil der Null-Werte in der
Spalte full_text

mLinks mMitte mRechts

Abbildung 8: Prozentualer Anteil der Null-Werte der linken, mittleren und rechten Datenobjekte in der Spalte full_text (Quelle:

Eigene Darstellung)

Die Anzahl der verfligbaren Volltextdaten ist abhangig von den Nachrichtenquellen, wel-
che Uber das Python Modul newspaper3k abgerufen wurden. Das Modul kann dabei
nicht von jeder Quelle Daten abrufen, aus bereits weiter oben genannten Griinden. Wie
Tabelle 7 darstellt, konnte von den insgesamt 175 Nachrichtenquellen aus dem linken
politischen Spektrum bei 162 der Volltext extrahiert werden. Bei dem mittleren politi-
schen Spektrum wurden bei 158 der verfugbaren 184 Nachrichtenquellen der Volltext
extrahiert und bei den Nachrichtenquellen des rechten politischen Spektrums konnte bei
119 der insgesamt 151 Nachrichtenquellen der Volltext extrahiert werden.

Tabelle 7: Anzahl der Nachrichtenquellen aus dem linken, mittleren und rechten politischen Spektrum mit extrahierten Volltexten

(Quelle: Eigene Darstellung)

Left Center Right
Anzahl gesamt 175 184 151
Anzahl mit Volltext 162 158 119
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Der Grund warum bei den mittleren politischen Nachrichtendaten viele Datenobjekte
von Null-Werten in der Spalte full_text betroffen sind, liegt an den 26 Nachrichtenquel-
len, bei welchen der Volltext nicht extrahiert werden konnte. Unter den 26 Nachrichten-
quellen sind unter anderem auch die beiden Nachrichtenquellen, welche einen Grofteil
der mittleren politischen Datenobjekte ausmachen, mit zusammengerechnet 1.959 von
den insgesamt 4.759 Datenobjekten. Dabei ist die Rede von den Nachrichtenquellen
The Hill und Wall Street Journal (News). Bei den rechten politischen Nachrichtendaten
sind im Gegensatz dazu die Volltexte fir die Nachrichtenquellen, welche den Grolf3teil
der Datenobjekte in dem politischen Spektrum ausmachen, vorhanden. Jedoch konnte
von den insgesamt 151 Nachrichtenquellen bei 32 nicht der Volltext generiert werden,
weshalb die rechten politischen Nachrichtenobjekte flir die zweitmeisten Null-Werte in
der Spalte full_text verantwortlich sind. Aus den Datenobjekten des linken politischen
Spektrums gehen die wenigsten Null-Werte in der Spalte full_text hervor. Das liegt un-
teranderem daran, dass bei den Nachrichtenquellen, welche den Grofteil der Nach-
richtendaten in dem Spektrum ausmachen, die Volltexte ebenfalls extrahiert wurden
und das von den insgesamt 175 Nachrichtenquellen bei nur 13 die Volltexte nicht er-
reicht werden konnten.

Fir das Finetuning von den Sprachmodellen sind besonders die Daten in den Spalten
heading und full_text relevant. Wie in Tabelle 8 zu sehen, beinhaltet der Datensatz
durchschnittlich 10 Woérter pro Schlagzeile in der Spalte heading und durchschnittlich
637 Worter pro Volltext in der Spalte full_text. Bei den linken politischen Datenobjekten
in dem Datensatz liegt die durchschnittliche Anzahl der Woérter der Schlagzeilen eben-
falls bei 10 und bei den Volltexten bei durchschnittlich 823 Wérter. Fir die Datenob-
jekte aus dem mittleren und rechten politischen Spektrum andert sich der Wert fir die
durchschnittliche Anzahl der Woérter in den Schlagzeilen nicht. Jedoch werden bei den
Datenobjekten aus dem mittleren politischen Spektrum innerhalb der Volltexte durch-
schnittlich 329 Wérter verwendet und bei den Volltexten aus dem rechten politischen
Spektrum durchschnittlich 555 Woérter.

Tabelle 8: Durchschnittliche Anzahl der Woérter fir das linke, mittlere und rechte Spektrum fiir die Spalte heading und full_text
im Datensatz (Quelle: Eigene Darstellung)

heading full_text
Insgesamt 10 637
Left 10 823
Center 10 329
Right 10 555

3.2 Bereinigung des Datensatzes

Nachdem der Datensatz generiert worden ist, kdnnten die unterschiedlichen Daten aus
dem Datensatz theoretisch gesehen schon fiir das Finetuning der Sprachmodelle
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verwendet werden. Jedoch sind besonders die Volltexte aus dem Datensatz durch be-
stimmte Zeichenketten verunreinigt. So werden bei der Extraktion der Volltexte nicht nur
die reinen Texte, sondern auch Sonderzeichen wie ,\n‘ extrahiert. Dieses Sonderzeichen
wird Newline-Zeichen genannt und zeigt an, dass im Text in einer neuen Zeile weiterge-
schrieben werden soll, beschreibt also einen Zeilenumbruch [41]. Solche Sonderzeichen
haben jedoch keinen Wert fiir das Finetuning der Sprachmodelle, weshalb diese aus den
Volltexten entfernt werden.

Daflr wurde eine Datenverarbeitung in einem Jupyter-Notebook aufgesetzt und der ge-
rade beschriebene Datensatz als Dataframe eingelesen. AnschlieRend wurde als erster
Verarbeitungsschritt eine Funktion in die Datenverarbeitung eingebaut, welche die
Newline-Zeichen von den Volltexten aus der Spalte full_text entfernt. Von den insgesamt
19.848 verfugbaren Volltexten sind 19.217 Volltexte von dem Newline-Zeichen betroffen.

Dabei verwendet die Funktion regulare Ausdriicke (englisch: Regular Expressions), um
das Newline-Zeichen in den Texten zu finden und durch leere Zeichen zu ersetzen,
wodurch diese aus den Volltexten entfernt werden. Regulédre Ausdriicke bilden durch
Sequenzen von Zeichen Suchmuster, welche dazu verwendet werden kdnnen das ge-
suchte Muster im Text zu finden und dieses zu bearbeiten [42].

Des Weiteren werden neben dem Newline-Zeichen auch noch Zitate aus den Volltexten
entfernt. In der Verdffentlichung Qbias von Fabian Haak, wird angenommen, dass die
hohe Anzahl an Zitaten in den Nachrichtentexten zu einem Rauschen beim Finetuning
der Sprachmodelle fihren kann, da Zitate oftmals Aussagen darstellen, welchen den
Autoren der Nachrichtentexte widersprechen [22]. Um die Auswirkung der Zitate auf das
Finetuning der Sprachmodelle zu untersuchen, werden diese aus den Volltexten ent-
fernt.

Deshalb wurde ein zweiter Verarbeitungsschritt in die Datenverarbeitung eingebaut. In
dem Verarbeitungsschritt sucht eine Funktion unter der Verwendung von regularen Aus-
driicken Zitate in den Volltexten und entfernt diese.

Von den insgesamt 19.848 Volltexten sind 8.044 von Zitaten betroffen. Wie Tabelle 9
zeigt, kommen von den 8.044 betroffenen Volltexten 3.571 aus dem linken, 1.034 aus
dem mittleren und 3.439 aus dem rechten politischen Spektrum. In den 3.571 Volltexten
aus dem linken politischen Spektrum kommen pro Volltext durchschnittlich 2,9 Zitate vor,
genauso wie bei den 1.034 Volltexten aus dem mittleren politischen Spektrum. Die 3.439
betroffenen Volltexte aus dem rechten politischen Spektrum weisen pro Volltext im
Durchschnitt 4 Zitate auf.

Tabelle 9: Anzahl der Volltexte mit durchschnittlicher Anzahl der Zitate pro Volltext des linken, mittleren und rechten politischen
Spektrums (Quelle: Eigene Darstellung)

Insgesamt | Left Center Right

Anzahl Volltexte mit Zitaten 8.044| 3.571 1.034 3.439

Durchschnittliche Anzahl von Zitaten 3,3 2,9 2,9 4
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Die bereinigten Volltexte wurden dem Datensatz in einer neuen Spalte mit dem Namen
full_text_cleaned hinzugefiigt und Gberschreiben nicht die Volltexte in der Spalte full_text
mit den unbereinigten Volltexten. Das ist wichtig, damit die Auswirkung des Entfernens
der Zitate innerhalb der Volltexte beim Finetuning untersucht werden kann. Deshalb be-
steht der finale Datensatz nach der Bereinigung der Volltexte aus 10 Spalten, siehe Ta-
belle 10.

Tabelle 10: Beschreibung der Spalten im Datensatz, nach der Bereinigung (Quelle: Eigene Darstellung)

Spalten Beschreibung

url Die URL des Headline Roundups

date Das Datum der Nachrichten von dem Headline Round up

title Der Titel der Thematik von dem Headline Round up

tags Tags zu der Thematik von dem Headline Roundup

heading Die Schlagzeile des Nachrichtenartikels

source Die Quelle des Nachrichtenartikels

preview_text Die Vorschau von einem Nachrichtenartikel aus dem Headline
Roundup

full_text Der Volltext von einem Nachrichtenartikel aus der Nachrichtenquelle

full_text_cleaned | Der Volltext von einem Nachrichtenartikel aus der Nachrichtenquelle
mit entfernten Sonderzeichen und Zitaten

bias_rating Die politische Position von der Nachrichtenquelle des Nachrichten-
artikels

Da bei der Bereinigung der Volltexte Zeichenketten aus den Volltexten entfernt worden
sind, hat sich auch die Anzahl der durchschnittlichen Worter pro Volltext in der Spalte
full_text_cleaned verandert. Nach der Bereinigung bestehen die Volltexte aus durch-
schnittlich 567 Woértern. Die Volltexte der Nachrichtenartikel aus dem linken politischen
Spektrum bestehen aus durchschnittlich 747 Woértern, die Volltexte aus dem mittleren
politischen Spektrum aus 298 Wortern und die Volltexte aus dem rechten politischen
Spektrum aus 475 Wortern, siehe Tabelle 11.
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Tabelle 11: Durchschnittliche Anzahl der Wérter nach dem Entfernen der Zitate und weiterer Sonderzeichen innerhalb der Voll-
texte (Quelle: Eigene Darstellung)

heading full_text |full_text_cleaned
Insgesamt 10 637 567
Left 10 823 747
Center 10 329 298
Right 10 555 475

3.3 Finetuning der Sprachmodelle

Um bei den Sprachmodellen eine politische Voreingenommenheit aus den Trainingsda-
ten reproduzieren zu kdnnen, werden beim Finetuning pro Sprachmodell immer nur Da-
ten aus dem linken und rechten politischen Spektrum verwendet, da diese eine politische
Voreingenommenheit beinhalten. Dafir wurden aus dem bereinigten Datensatz weitere
Datensatze erstellt, welche jeweils nur die Daten fir das linke oder rechte Spektrum
beinhalten. Fir die Untersuchung der Diffusion von politischer Voreingenommenheit
beim Finetuning sind besonders die Spalten heading, full_text und full_text_cleaned re-
levant. Deshalb wurden fur jedes politische Spektrum zwei Datensatze aus dem berei-
nigten Datensatz erstellt. Einer der beiden Datensatze enthalt fir das jeweilige politische
Spektrum die Daten aus der Spalte heading, bei welcher alle Daten mit Null-Werten
rausgefiltert worden sind. Der zweite Datensatz enthalt fiir das jeweilige politische Spekt-
rum alle Daten aus den Spalten full_text und full_text_cleaned, bei welchen ebenfalls
alle Daten mit Null-Werten rausgefiltert worden sind. Fir das Finetuning der Sprachmo-
delle ist es wichtig, dass die Null-Werte aus den Daten rausgefiltert werden, da neuro-
nale Netzwerke wie Sprachmodelle Null-Werte, also fehlende Werte, nicht interpretieren
und verarbeiten kénnen [43].

Somit wurde der bereinigte Datensatz in insgesamt vier kleinere Datensatze aufgeteilt,
welche anschlielend fur das Finetuning der Sprachmodelle verwendet werden, siehe
Tabelle 12.
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Tabelle 12: Datensatze mit relevanten Spalten fiir das Finetuning der Sprachmodelle (Quelle: Eigene Darstellung)

Datensatz Beschreibung

allsides_data_left_heading |Beinhaltet die Daten der Spalte heading ohne Null-
Werte fir die linken politischen Daten

allsides_data_left fulltext Beinhaltet die Daten der Spalten full text und
full_text_cleaned ohne Null-Werte flir die linken politi-
schen Daten

allsides_data_right_heading |Beinhaltet die Daten der Spalte heading ohne Null-
Werte fir die rechten politischen Daten

allsides_data_right_fulltext |Beinhaltet die Daten der Spalten full_text und
full_text_cleaned ohne Null-Werte flir die rechten politi-
schen Daten

Um die Diffusion von politischer Voreingenommenheit aus Trainingsdaten der gerade
genannten Datensatze beim Finetuning von Sprachmodellen zu untersuchen, werden
Sprachmodelle verwendet, welche auf der Transformer-Architektur basieren. Der Trans-
former beschreibt eine wegweisende Architektur von neuronalen Netzwerken, welche
2017 in der Veroffentlichung Attention is All You Need [44] von Ashish Vaswani vorge-
stellt wurde. Vor allem flr den Bereich der natirlichen Sprachverarbeitung stellt die
Transformer-Architektur eine bahnbrechende Entwicklung dar. Die Hauptkomponenten
der Transformer-Architektur sind der Encoder und der Decoder [44]. Der Encoder in der
Architektur ist verantwortlich fur die Verarbeitung der Eingabesequenz der Daten und
erzeugt aus der Eingabesequenz versteckte Reprasentation [45]. Der Decoder ist daftir
verantwortlich aus den vom Encoder erzeugten verstecken Reprasentationen der Ein-
gabedaten sinnvolle Ausgabesequenzen zu erzeugen [45]. Innerhalb der Encoder- und
Decoder-Komponenten verwendet die Transformer-Architektur im Gegensatz zu traditi-
onelleren Architekturen von Neuronalen Netzen, wie das Recurrent-Neural-Network
(RNN), Self-Attention-Schichten neben den Feed-Forward-Schichten [44]. Durch die
Self-Attention-Schichten ist die Transformer-Architektur dazu in der Lage die Bedeutung
von jedem einzelnen Wort im Verhaltnis zu allen anderen Wortern der Eingabesequenz
zu erfassen und kann so verschiedene Beziehungen zwischen den Wértern der Einga-
besequenz darstellen [44]. Im Gegensatz zu traditionellen Architekturen ist der Transfor-
mer dadurch in der Lage langere Eingabesequenzen zu verarbeiten, ist schneller und
verbraucht weniger Rechenzeit [44].

In vielen Experimenten wurde nachgewiesen, dass sich die Transformer-Architektur bei
verschiedenen Aufgaben im Bereich der naturlichen Sprachverarbeitung wie der Gene-
rierung von Texten oder der maschinellen Ubersetzung als besonders leistungsstark er-
weisen hat.
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So konnte Surafel Lakew 2018 [46] zeigen, dass die Transformer Architektur bei der
maschinellen Ubersetzung signifikant bessere Ergebnisse erzielt, als die traditionellere
RNN-Architektur. AuBerdem konnte Shigeki Karita 2019 [47] in einer Veroffentlichung
nachweisen, dass ein Sprachmodell basierend auf der Transformer-Architektur schneller
trainiert werden konnte als das RNN und trotzdem vergleichbare Ergebnisse bei dem
Aufgabenbereich Text-to-Speech erzielt hat. Beim Aufgabenbereich der automatischen
Spracherkennung, hat das Transformer basierende Sprachmodell bessere Ergebnisse
erzielt als das RNN basierende Sprachmodell [47]. Fur den Aufgabenbereich der natir-
lichen Sprachgenerierung konnte Dandan Guo 2020 [48] nachweisen, dass ein Trans-
former basierendes Sprachmodell bei der Generierung von nattirlicher Sprache zu bes-
seren Ergebnissen fuhrt als ein RNN basierendes Sprachmodell.

Im Rahmen dieser Arbeit werden Transformer basierende Sprachmodelle verwendet,
um aus einer Eingabe natlrliche Sprache in Form von Text generieren. Die Art der
Sprachmodellierung wird kausale Sprachmodellierung genannt [49]. Neben der kausa-
len Sprachmodellierung gibt es noch die maskierte Sprachmodellierung, bei welcher ein
maskiertes Wort in einem Satz durch ein sinnvolles Wort ersetzt wird [50].

Fir die kausale Sprachmodellierung kommen drei verschiedene Transformer basierte
Sprachmodelle zur Anwendung, welche auf unterschiedlichen Komponenten der Trans-
former-Architektur basieren. So wird ein Sprachmodell verwendet, welches nur die En-
coder-Komponente des Transformers verwendet. Das Sprachmodell, welches auf der
Encoder-Komponente basiert, hat Zugriff auf alle Wérter im Ausgangssatz [51]. Das
zweite Sprachmodell verwendet nur die Decoder-Komponente des Transformers. Ein
Decoder-Sprachmodell hat nur Zugriff auf die Wérter, welche vor dem nachsten erzeug-
ten Wort im Satz stehen [52]. Das dritte Sprachmodell verwendet beide Komponenten
des Transformers, also Encoder und Decoder und hat dabei Zugriff auf alle Worter des
Ausgangssatzes [53]. Die drei Sprachmodelle werden verwendet, um zu untersuchen,
wie sich Sprachmodelle mit unterschiedlichen Komponenten der Transformer-Architek-
tur auf die Reproduktion von politischer Voreingenommenheit im Finetuning durch Trai-
ningsdaten auswirken.

Dabei ist es wichtig, dass die Sprachmodelle bereits auf Daten vortrainiert wurden, wel-
che sich nicht zu stark von dem Trainingsdatensatz fur das Finetuning unterscheiden,
da die Sprachmodelle die Muster in den Trainingsdaten so besser adaptieren kénnen,
was zu besseren Ergebnissen fuhrt [54]. Deshalb wurden Sprachmodelle ausgewahlt,
welche auf englischsprachige Daten vortrainiert worden sind, da die Trainingsdaten fir
das Finetuning aus Nachrichtenartikeln der amerikanischen Politikdomane bestehen.
Neben der englischen Sprache sollen die Daten, welche fiir das Vortraining der Sprach-
modelle verwendet wurden, auch Informationen beinhalten, welche die amerikanische
Politikdomane abbilden. Ableitend aus den Anforderungen fur die vortrainierten Sprach-
modelle, wurde als Encoder-Modell das Sprachmodell BERT [10] ausgewahlt. Das
Sprachmodell wurde auf Daten aus dem englischen Wikipedia und dem Toronto Book
Corpus trainiert [10]. Als Sprachmodell welches auf der Decoder-Komponente der
Transformer-Architektur basiert, wurde DistilGPT2 [55] ausgewahlt. Das Sprachmodell
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wurde mit der gleichen Methode destilliert, also verkleinert und verschnellert, wie Distil-
BERT von BERT und wurde auf die gleichen Daten wie GPT2 vortrainiert [55]. Bei den
Daten handelt es sich um Daten aus 8 Millionen englischsprachigen Webseiten, welche
auch Webseiten von Nachrichtenquellen umfassen [56]. Als drittes Sprachmodell, wel-
ches auf der Encoder- und Decoder-Komponente der Transformer-Architektur basiert,
wurde das Sprachmodell Pegasus [57] gewahlt. Das Sprachmodell wurde auf zwei grof3e
englische Textkorpora vortrainiert, bestehend aus einem Datensatz aus 350 Millionen
Webseiten und einem Datensatz aus 1,5 Milliarden Nachrichtenartikeln [57].

Die Hauptkomponente, welche bei der Konfiguration des Finetunings der Sprachmodelle
variiert, sind die verwendeten Daten. So wurde jedes Sprachmodell auf die Schlagzeilen,
die Volltexte und auf die bereinigten Volltexte der jeweils linken und rechten politischen
Nachrichtendaten durch Finetuning fein abgestimmt. Dadurch gibt es pro Sprachmodell
6 verschiedene Finetuning-Kombinationen, wodurch insgesamt 18 fein abgestimmte
Sprachmodelle entstehen. Fur die Erzeugung einer konsistenten Chunk-Grofie der Da-
ten beim Finetuning wurde die Konkatenation verwendet. In der Veréffentlichung Qbias
[22] wurde bereits nachgewiesen, dass die Konkatenation zu besseren Ergebnissen ge-
fuhrt hat als das Padding, beim Finetuning von einem Sprachmodell auf einem grundle-
gend ahnlichen Datensatz. Ebenfalls wurde in der gerade genannten Veréffentlichung
gezeigt, dass eine absichtliche Uberanpassung der Daten beim Finetuning des Sprach-
modells, nicht zu einer Verbesserung der Ergebnisse gefuhrt hat. Deshalb wurden keine
weiteren Kombinationen der Sprachmodelle mit einer unterschiedlich hohen Anzahl an
Epochen verwendet. Fur jedes der verschiedenen Sprachmodelle wurde eine Anzahl an
Epochen gewanhlt, bei welchen der Trainings- und Validierungsverlust beim Finetuning
eine gute Kombination bei den verwendeten Daten ergibt.

Um eine passende Chunk-GroRe und eine passende Anzahl an Epochen beim Fi-
netuning der Sprachmodelle zu finden, wurde die Evaluationsmetrik der Perplexitat ver-
wendet. Die Perplexitat ist eine Evaluationsmetrik, um den Grad der Unsicherheit eines
Sprachmodells zu messen, wenn dieses ein neues Token erzeugt, in Bezug auf eine
lange Sequenz [58]. Je kleiner der Wert der Perplexitat eines Sprachmodells ist, desto
weniger ist dieses bei der Generierung der neuen Token verunsichert und desto besser
kann dieses sinnvolle Texte generieren [59]. Demnach wurde eine Kombination der
Chunk-Grofe und der Epochenanzahl gesucht, bei welcher das Sprachmodell nicht ins
Ubertraining geht und bei welcher anschlieRend der kleinste mégliche Perplexitatswert
erreicht werden konnte.

Finetuning DistilGPT2

Bei dem Sprachmodell DistilGPT2 wurden zunachst fir die linken und rechten Daten aus
der Spalte heading der Datensatze allsides_data_left headlines und allsi-
des_data_right_headlines eine gute Kombination der Chunk-GréRe bei der Konkatena-
tion und der Anzahl der Epochen gesucht. Dabei wurde davon ausgegangen, dass eine
kleinere Anzahl der Chunk-Grofte zu einer kleineren und damit besseren Perplexitat
fuhrt, da die Schlagzeilen in der Spalte heading im Durchschnitt nur aus 10 Wortern
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bestehen, siehe Tabelle 11. Deshalb wurde die Chunk-GréRe auf 10 gesetzt und es
wurden 6 Epochen flr das Finetuning gewahlt. Jedoch war die Perplexitat der beiden
fein abgestimmten Sprachmodelle mit 150,3 flr die linken Schlagzeilen und 154,6 fir die
rechten Schlagzeilen sehr hoch und die Anzahl der Epochen konnte auch noch erhdht
werden, da es noch keine Anzeichen von Ubertraining bei dem Trainings- und Validie-
rungsverlust gab. Deshalb wurden die Epochen zunachst auf 10 erhdéht und die Chunk-
Grole wurde ebenfalls sukzessive erhdht. Nach 8 Epochen haben die Sprachmodelle
angefangen ins Ubertraining der Trainingsdaten zu gehen, weshalb 8 Epochen bei dem
Sprachmodell DistilGPT2 eine gute Wahl darstellt. Mit der gerade genannten Anzahl an
Epochen und der Chunk-Gré3e von 128, konnte fir das fein abgestimmte Sprachmodell
auf die linken Schlagzeilen und dem fein abgestimmten Sprachmodell auf die rechten
Schlagzeilen die niedrigsten Perplexitatswerte erreicht werden, mit 93,1 fir das linke
Sprachmodell und 103,4 fir das rechte Sprachmodell. Auf die gleiche Weise wurde fir
das Finetuning der DistilGPT2 Sprachmodelle auf die linken und rechten Volltexte und
bereinigten Volltexte eine gute Kombination der Epochen und der Chunk-Grofe gesucht.
Dabei wurde mit der Chunk-GréRe 128 begonnen und mit 8 Epochen. Bei der sukzessi-
ven Reduzierung der Chunk-Grofie hat sich der Perplexitatswert nur erhéht, also ver-
schlechtert, und ab der 6. Epoche sind die Sprachmodelle beim Finetuning ins Ubertrai-
ning gegangen. Bei der Kombination von einer Chunk-Gréf3e von 128 und 6 Epochen
wurde beim Finetuning auf die Volltexte und bereinigten Volltexte die niedrigsten Perple-
xitatswerte erreicht. Beim Finetuning des Sprachmodells auf die linken Volltexte wurde
der Perplexitatswert von 25,03 erreicht und beim Finetuning auf die linken bereinigten
Volltexte wurde ein Perplexitatswert von 27,58 erreicht. Beim Finetuning des Sprachmo-
dells auf die gleichen Daten des rechten Spektrums wurde fur die Volltexte ein Perplexi-
tatswert von 28,02 und fur die bereinigten Volltexte ein Perplexitadtswert von 30,72 er-
reicht. Die abschlielende Konfiguration der Chunk-Grofe und Anzahl der Epochen mit
den erreichten Perplexitatswerten kann in Tabelle 13 nachvollzogen werden.

Finetuning BERT

Bei dem Sprachmodell BERT wurde als Ausgangskonfiguration fur die Schlagzeilen eine
Chunk-GréRe von 128 genommen und 8 Epochen flr das Training beim Finetuning, da
diese Kombination zu den niedrigsten Perplexitatswerten beim Finetuning auf die glei-
chen Daten beim Sprachmodell DistilGPT2 gefuhrt hat. Zunachst wurden die Epochen
so lange erhéht, bis die Sprachmodelle beim Finetuning ins Ubertraining gegangen sind.
Demnach beginnt das Ubertraining auf den Daten erst nach 10 Epochen. AnschlieRend
wurde die Chunk-GréRRe sukzessive reduziert und erhért, jedoch konnte der niedrigste
Perplexitatswert ebenfalls bei der Chunk-Gréfe 128 erzielt werden, mit dem Wert 72,05
fur das linke Sprachmodell und 105,3 fiir das rechte Sprachmodell. Fiir das Finetuning
der Sprachmodelle auf die linken und rechten Volltexte und bereinigten Volltexte wurde
ebenfalls die gleiche Konfiguration der Chunk-GréRe und Anzahl an Epochen verwen-
det, welche bei dem Sprachmodell DistiiGPT2 zu den besten Perplexitatswerten gefuhrt
hat. AnschlieRend wurde die Anzahl der Epochen so lange erhéht, bis das Ubertraining
begonnen hat. Zunachst wurde demnach die Anzahl der Epochen auf 8 erhéht, jedoch
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haben die Sprachmodelle nach der 6. Epoche mit dem Ubertraining begonnen, weshalb
6 Epochen fir das Finetuning sinnvoll sind. Unter der Verwendung von 6 Epochen wurde
anschlielend die Chunk-Grof3e sukzessive reduziert und erhdht, bis der niedrigste Per-
plexitatswert erreicht werden konnte. Dabei wurde der niedrigste Perplexitatswert mit
einer Chunk-GroRe von 128 bei allen Sprachmodellen erreicht. Mit dieser Konfiguration
beim Finetuning des Sprachmodells BERT auf die linken Volltexte wurde ein Perplexi-
tatswert von 32,71 erreicht und auf die bereinigten Volltexte ein Perplexitatswert von
34,63. Beim Finetuning auf die rechten Volltexte wurde ein Perplexitatswert von 37,33
erreicht und auf die bereinigten Volltexte ein Perplexitatswert von 40,58.

Finetuning Pegasus

Beim dem Sprachmodell Pegasus wurde zunachst beim Finetuning auf die Schlagzeilen
ebenfalls die Ausgangskonfiguration der Parameter wie bei dem Sprachmodell Dis-
tiIGPT2 beim Finetuning auf die Schlagzeilen verwendet. Also 8 Epochen und eine
Chunk-Grofe von 128. Beim ersten Finetuning-Prozess mit dem Sprachmodell ist auf-
gefallen, dass das Sprachmodell nach 8 Epochen noch nicht ins Ubertraining geht, wes-
halb die Epochen so lange erhéht wurden, bis das Ubertraining beim Finetuning begon-
nen hat. Dabei hat das Sprachmodell erst nach 20 Epochen angefangen ins Ubertraining
zu gehen. Deshalb wurde fiir das Finetuning der Sprachmodelle die Anzahl der Epochen
auf 20 gesetzt. Mit einer Anzahl von 20 Epochen und der Chunk-Grofe 128 bei der
Konkatenation wurde fir das Sprachmodell bei der Evaluation ein Perplexitatswert von
468,73 berechnet. Demnach wurde die Chunk-Grof3e sukzessive reduziert, um zu
schauen, welche Auswirkungen eine kleinere Chunk-Gro3e auf den Perplexitatswert hat.
Bei einer Chunk-Grofe von 64 wurde der Perplexitatswert geringer mit 80,25 und bei
der Chunk-GréRe von 32 wurde der geringste Perplexitatswert erreicht. Beim Finetuning
auf die linken Schlagzeilen wurde mit der Anzahl von 20 Epochen und einer Chunk-
GrolRe von 32 ein Perplexitatswert von 10,62 erreicht. Beim Finetuning auf die rechten
Schlagzeilen mit der gleichen Konfiguration wurde ein Perplexitatswert von 12,43 er-
reicht. Anschliel’end wurde nach einer passenden Konfiguration der Parameter fir das
Finetuning des Sprachmodells auf die linken und rechten Volltexte und bereinigten Voll-
texte gesucht. Da Pegasus fur das Finetuning auf die Schlagzeilen wesentlich mehr Epo-
chen bendétigt und eine kleinere Chunk-Gré3e, um den geringsten Perplexitatswert zu
erreichen, wurden die Volltexte und bereinigten Volltexte zunachst mit der gleichen Kon-
figuration beim Finetuning fein abgestimmt, wie Pegasus auf die Schlagzeilen. Dabei
wurde schon ein kleiner Perplexitatswert erreicht. Daraufhin wurde die Anzahl der Epo-
chen erhéht, jedoch beginnt bei dem Finetuning auf die Volltextdaten ebenfalls das Uber-
training nach ungefahr 20 Epochen. Nachdem eine geeignete Anzahl der Epochen ge-
funden werden konnte, wurde die Chunk-Gré3e zunachst angepasst, um herauszufin-
den, ob sich der Perplexitatswert dadurch verbessert. Allerdings konnte der niedrigste
Perplexitatswert mit einer Chunk-Grofie von 32 bei einer Anzahl von 20 Epochen erreicht
werden. Mit dieser Konfiguration konnte beim Finetuning auf die linken Volltexte ein Per-
plexitatswert von 7,6 und auf die linken bereinigten Volltexte ein Perplexitatswert von 8,2
erreicht werden. Beim Finetuning auf die rechten Volltexte wurde ein Perplexitatswert
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von 25,89 erreicht und bei den rechten bereinigten Volltexten ein Perplexitatswert von
35,24.

In Tabelle 13 Iasst sich nachvollziehen, welche Konfiguration beim Finetuning der 18
Sprachmodelle verwendet wurde, um den geringsten Perplexitatswert zu erreichen. Das
Schema der Spalte Sprachmodell ist dabei wie folgt: Sprachmodell_Spektrum_Daten.

Tabelle 13: Konfiguration der Sprachmodelle beim Finetuning (Quelle: Eigene Darstellung)

Sprachmodell Chunk-GréRe | Epochen | Perplexitat
distilgpt2_left_headlines 128 8 93,1
distilgpt2_left_fulltext 128 6 25,03
distilgpt2_left_fulltext_cleaned 128 6 27,58
distilgpt2_right_headlines 128 8 103,4
distilgpt2_right_fulltext 128 6 28,02
distilgpt2_right_fulltext_cleaned 128 6 30,72
bert_left_headlines 128 10 72,05
bert_left fulltext 128 6 32,71
bert_left_fulltext_cleaned 128 6 34,63
bert_right_headlines 128 10 105,3
bert_right_fulltext 128 6 37,33
bert_right_fulltext_cleaned 128 6 40,58
pegasus_left_headlines 32 20 10,62
pegasus_left_fulltext 32 20 7,6
pegasus_left_fulltext_cleaned 32 20 8,2
pegasus_right_headlines 32 20 12,43
pegasus_right_fulltext 32 20 25,89
pegasus_right_fulltext_cleaned 32 20 35,24

3.4 Entwicklung des Evaluationsschema

Nachdem die unterschiedlichen Sprachmodelle durch Finetuning auf unterschiedliche
Nachrichtendaten des linken und rechten politischen Spektrums fein abgestimmt worden
sind, wurde ein Schema entwickelt, um die politische Voreingenommenheit im Antwort-
verhalten zu identifizieren und nach dem politischen Spektrum zu klassifizieren.
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Auf einer Webseite von Allsides? ist es moglich die persénliche politische Voreingenom-
menheit einschatzen zu lassen. Dabei soll fur bestimmte Themengebiete eine Einschat-
zung abgeben werden, ob die personliche Einstellung zu den Themengebieten dem lin-
ken, mittleren oder rechten politischen Spektrum zuzuordnen ist. Um eine Einschatzung
fur ein Themengebiet abgeben zu kdnnen, stellt Allsides fir jedes Themengebiet jeweils
Perspektiven aus dem linken und rechten politischen Spektrum bereit. Diese Perspekti-
ven reprasentieren Standpunkte, welche die allgemeine Denkweise des linken und rech-
ten politischen Spektrums darstellen [60].

Die Einschatzung der persdnlichen politischen Voreingenommenheit Iasst sich in Abbil-
dung 9 nachvollziehen. In dieser Abbildung wird dargestellt, wie eine politische Einschat-
zung zum sozialen Themengebiet abgeben werden kann. Unter dem sozialen Themen-
gebiet befinden sich Themen wie die Ehe von Homosexuellen, Abtreibung und Burger-
echte [60]. Zu diesem Themengebiet finden sich Standpunkte zu Themen aus diesem
Themengebiet von dem linken politischen Spektrum und rechten politischen Spektrum.
In der Abbildung 9 sind nur die Standpunkte des linken politischen Spektrums dargestellt,
da sich die linken und rechten Standpunkte zu einem Themengebiet nicht gleichzeitig
offnen lassen.

1. Social Issues

Where do you stand on social issues like gay marriage, abortion, and civil rights?

o O O O 0
Left Lean Le Center Lean Right Right

How important are these issues to you?

Not Important || Slightly Important | Important | Very Important I | Extremely Important

Common Left and Perspectives -

* We should focus on the rights of the mother when it comes to abortion, and focus on preserving or expanding the ability to have an abortion
* Gay marriages are no different in nature or intent than those of opposite-sex couples

* We should celebrate and encourage an expanded view of the family structure/non-traditional families; children fare fine in many different family
formations

* Acceptable forms of sexual and gendered behavior should be broadened in order to foster an accepting and empathetic culture
* Open and free expression of sexuality is a right and should be encouraged

* We should de-emphasize distinctive gender characteristics as they are more often the result of socialization; we should emphasize the important
potential and benefits of women and non-binary people being in the same roles as men

* Minority classes often suffer adversely due to beliefs, behaviors or practices, whether intentional or unintentional, that favor or uphold
viewpoints or practices that create inequality in society

* The government needs to change policy or create programs to ensure equal rights to all groups; certain groups have been unfairly privileged
over others

Common Right and Lean Right Perspectives +
Abbildung 9: Einschatzung des personlichen Media Bias anhand von linken und rechten Perspektiven [60]

Insgesamt gibt es neben dem in Abbildung 9 gezeigten Themengebiet noch sieben
weitere Themengebiete mit dazugehoérigen Standpunkten aus dem linken und rechten
politischen Spektrum [60].

2 https://www.allsides.com/media-bias/rate-your-bias
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Fiar die Evaluation der Sprachmodelle wurden von den insgesamt sieben Themenge-
bieten drei ausgewahlt. Die drei ausgewahlten Themengebiete betreffen das soziale

Themengebiet, wie in Abbildung 9 zu erkennen, und noch die Themengebiete zu Bil-
dungs- und Wirtschaftsthemen.

Aus diesen Themengebieten werden jeweils die Standpunkte aus dem linken und rech-
ten politischen Spektrum dazu verwendet, um die generierten Textantworten der fein
abgestimmten Sprachmodelle dem linken oder rechten politischen Spektrum zuordnen
zu kénnen. Um die Textantworten klassifizieren zu kénnen, wurden pro Themengebiet
zwei Eingaben erzeugt, welche Themen in diesen Themengebiet ansprechen. Aus die-
sen Eingaben generieren die Sprachmodelle Texte. AnschlieRend werden die fir jedes
Themengebiet erzeugten Texte der Sprachmodelle anhand der dazugehdérigen Stand-
punkte bewertet.

Die Eingaben der unterschiedlichen Themengebiete fir die fein abgestimmten Sprach-
modelle sind in Tabelle 14 dargestellt.

Tabelle 14: Eingaben fiir die Sprachmodelle aufgeschlisselt nach den Themengebieten (Quelle: Eigene Darstellung)

Themengebiet Eingabe
Sozial Gay marriage is
Sozial Abortion is
Bildung Public Education is
Bildung Charter schools are
Wirtschaft Increase of taxes is
Wirtschaft Government regulations on businesses are

Fir jede Eingabe wird von jedem fein abgestimmten Sprachmodell ein Text generiert,
welcher anschlie3end bewertet wird. Das bedeutet, dass jedes der 18 fein abgestimm-
ten Sprachmodelle insgesamt 6 Texte generiert. Sprachmodelliibergreifend werden
also insgesamt 108 Texte generiert und anschlieRend bewertet.
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Fir die Bewertung oder auch Klassifizierung der generierten Texte in das linke oder
rechte politische Spektrum wird ChatGPT? verwendet. Dafiir wurde in einem Jupyter-
Notebook eine Funktion geschrieben, welche jeweils eine generierte Antwort zu einem
Themengebiet von einem fein abgestimmten Sprachmodell und die dazugehdrigen lin-
ken und rechten politischen Standpunkte an die APl von ChatGPT schickt, mit der Auf-
forderung die generierte Antwort anhand der Standpunkte dem linken oder rechten po-
litischen Spektrum zuzuordnen. Sollte der generierte Text durch das Sprachmodell in-
haltlich keinen Sinn ergeben, dann soll ChatGPT den generierten Text in die Kategorie
non-sense einordnen. Macht der durch ein Sprachmodell generierte Text inhaltlich
Sinn, kann jedoch nicht dem linken oder rechten politischen Spektrum zugeordnet wer-
den, dann soll ChatGPT den Text der Kategorie neutral zuordnen.

Eine Anfrage an die API von ChatGPT folgt folgendem Muster:

Assign the text below to the left or right political spectrum based on the left and
right political viewpoints also listed below. If the text or part of the text fits into the
left political spectrum, then assign the text to the category “left’. If the text or part
of the text fits into the right political spectrum, then assign the text to the category
“right”. If no part of the text or the whole text at all does not make sense in terms of
content, assign the text to the category “non-sense”. If the text makes sense in
terms of content but does not fit into the left or right political direction, then assign
the text to the category “neutral”. Ignore the last sentence, if it is not complete So
the only answer you can give is one of the four categories “left”, “right”, “neutral” or
‘non-sense”!

Text: Generated example text of a finetuned language model.
Left viewpoints:

- Viewpoint 1

- Viewpoint 2
Right viewpoints:

- Viewpoint 1

- Viewpoint 2

3 https://openai.com/blog/introducing-chatgpt-and-whisper-apis
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Durch ChatGPT werden die generierten Texte einer von insgesamt 4 Kategorien zuge-
ordnet. Die 4 Kategorien sind left, right, neutral und non-sense. Diese Anfrage wurde
zuvor mit verschiedenen Textabschnitten aus Nachrichtentexten des linken, mittleren
und rechten politischen Spektrum zum sozialen Themengebiet getestet. Dabei konnte
ChatGPT anhand der linken und rechten politischen Standpunkte aus dem sozialen
Themengebiet die linken Textabschnitte dem linken politischen Spektrum und die rech-
ten Textabschnitte dem rechten politischen Spektrum zuordnen. Bei den Textabschnit-
ten aus dem mittleren politischen Spektrum hat ChatGPT die Textabschnitte der Kate-
gorie neutral zugeordnet. Neben der Zuordnung der Texte in das linke oder rechte poli-
tische Spektrum, wurde auch getestet, ob ChatGPT Texte erkennt, welche inhaltlich
keinen Sinn ergeben. Dafur wurde die oben gezeigte Anfrage mit unterschiedlichen in-
haltlich sinnlosen Texten an ChatGPT geschickt. Dabei wurden diese Texte, wie in der
Anfrage definiert, der Kategorie non-sense zugeordnet.

Demnach eignet sich diese Vorgehensweise, um die generierten Texte der fein abge-
stimmten Sprachmodelle, durch Verwendung der API von ChatGPT, dem linken oder
rechten politischen Spektrum zuzuordnen. Neben der Klassifizierung durch ChatGPT
werden die generierten Texte fir jedes Themengebiet anhand der zugehérigen Stand-
punkte zusatzlich noch durch einen Studenten klassifiziert.

Die Anfrage an ChatGPT sowie die dadurch vergebenen Kategorien sind in der engli-
schen Sprache verfasst, da die Sprachmodelle ebenfalls Texte in der englischen Spra-
che generieren. Deshalb werden die vergebenen Kategorien im weiteren Verlauf der
Arbeit mit der englischen Bezeichnung genannt.
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4 Ergebnisse

Wie in Kapitel 3.4 beschrieben, wurden die generierten Texte durch die fein abgestimm-
ten Sprachmodelle hinsichtlich ihrer politischen Voreingenommenheit durch ChatGPT
und einem Studenten bewertet. Um die Ubereinstimmung der beiden Bewertungen zu
messen, wurde Cohens Kappa [61] verwendet. Dabei wurde eine Ubereinstimmung von
0.84 berechnet, was einer hohen Ubereinstimmung der beiden Bewertungen entspricht.
Demnach werden die Zahlen und Abbildungen im weiteren Verlauf reprasentativ durch
die Bewertung von ChatGPT dargestellt. Fir die generierten Texte wurde eine von 4
Kategorien vergeben, wie ebenfalls im Kapitel 3.4 beschrieben.

Insgesamt wurden durch die verschiedenen fein abgestimmten Sprachmodelle 108
Texte generiert und anschlieBend bewertet. Wie in Abbildung 10 zu sehen, wurde der
Groliteil der 108 generierten Texte mit der Kategorie non-sense bewertet. Das sind 54%,
also 58 der 108 Texte. Gefolgt davon wurden 33%, also 36 der 108 Texte, mit einer
linken politischen Voreingenommenheit bewertet. Bei weiteren 8 Texten konnte keine
politische Voreingenommenheit festgestellt werden, weshalb diese der Kategorie neutral
zugeordnet wurden. Diese 8 Texte machen 7% der 108 generierten Texte aus. Die Ka-
tegorie, zu welcher die wenigsten Texte zugeordnet worden sind, ist die Kategorie right.
Dieser Kategorie wurden 6 Texte zugeordnet, was ca. 6% der 108 generierten Texte
ausmacht.

Anteil der Kategorien

mleft mright mneutral mnon-sense

Abbildung 10: Prozentuale Aufteilung der generierten Texte in 4 Kategorien (Quelle: Eigene Darstellung)

Wie in Abbildung 11 gezeigt, wurden von den insgesamt 36 generierten Texten, welche
mit einer linken politischen Voreingenommenheit bewertet wurden, 39% durch Dis-
tiiGPT2 Sprachmodelle generiert, welche beim Finetuning auf Nachrichtendaten aus
dem linken politischen Spektrum fein abgestimmt wurden. Das entspricht 14 der 36 ge-
nerierten Texte. Die auf linke Nachrichtendaten fein abgestimmten BERT Sprachmodelle
haben 10, also 28%, der 36 Texte generiert. Weitere 19%, also 7 der 36 generierten
Texte, kommen durch DistiGPT2 Sprachmodelle, welche auf rechte politische
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Nachrichtentexte fein abgestimmt wurden. Die Ubrigen 14%, also 5 Texte, wurden eben-
falls durch BERT Sprachmodelle generiert. Jedoch wurden diese auf rechte politische
Nachrichtendaten fein abgestimmt.

Anteil der Sprachmodelle der
Kategorie left

mDistiiGPT2_left mDistiGPT2_right mBERT_left mBERT_right

Abbildung 11: Prozentuale Aufteilung der generierten Texte der Kategorie left auf die Sprachmodelle (Quelle: Eigene Darstellung)

Wie in Abbildung 12 dargestellt, wurden die 6 der 108 generierten Texte, welche mit
einer rechten politischen Voreingenommenheit bewertet wurden, durch fein abge-
stimmte DistilGPT2 und BERT Sprachmodelle erzeugt. Der Grofteil der 6 Texte wurde
durch DistilGPT2 Sprachmodelle generiert, welche beim Finetuning auf rechte Nachrich-
tendaten fein abgestimmt worden sind. Durch diese Sprachmodelle wurden 4 der 6 Texte
generiert, was 67% der Kategorie ausmacht. Die Ubrigen 2 Texte, welche der Kategorie
right zugeordnet wurden, kommen von BERT Sprachmodellen, welche beim Finetuning
auf rechte Nachrichtendaten fein abgestimmt wurden.

Anteil der Sprachmodelle der
Kategorie right

m DistiiGPT2_right mBERT_right

Abbildung 12: Prozentuale Aufteilung der generierten Texte der Kategorie right auf die Sprachmodelle (Quelle: Eigene Darstel-
lung)
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In Abbildung 13 wird dargestellt, welchen Anteil welche Sprachmodelle an den generier-
ten Texten der Kategorie non-sense haben. Von den insgesamt 58 Texten, welche die-
ser Kategorie zugeordnet wurden, kommen jeweils 18 durch Pegasus Sprachmodelle,
welche beim Finetuning auf die linken Nachrichtendaten und auf die rechten Nachrich-
tendaten fein abgestimmt worden sind. Demnach machen Texte, welche durch alle Pe-
gasus Sprachmodelle generiert wurden, 62% der Kategorie non-sense aus, mit insge-
samt 36 der 58 Texte. Weitere 17% der generierten Texte kommen durch BERT Sprach-
modelle, welche beim Finetuning auf rechte Nachrichtendaten fein abgestimmt wurden.
Das entspricht 10 der 58 generierten Texte. BERT Sprachmodelle, welche beim Fi-
netuning auf linke Nachrichtendaten fein abgestimmt wurden, haben weitere 9% der
Texte in dieser Kategorie verursacht mit 5 von 58 Texten. Genauso viele Texte wurden
auch durch DistilGPT2 Sprachmodelle generiert, welche beim Finetuning auf rechte
Nachrichtendaten fein abgestimmt wurden, mit ebenfalls 9%. Der geringste Anteil der
Texte wurde durch DistiiGPT2 Sprachmodelle generiert, welche beim Finetuning auf
linke Nachrichtendaten fein abgestimmt wurden, mit 3%. Das entspricht 2 der 58 Texte.

Anteil der Sprachmodelle der
Kategorie non-sense

mDistiiGPT2_left mDistiiGPT2_right mBERT_left
mBERT right mPegasus_left ~mPegasus_right

Abbildung 13: Prozentuale Aufteilung der generierten der Texte der Kategorie non-sense auf die Sprachmodelle (Quelle: Eigene
Darstellung)

Fir jedes der drei verschiedenen Sprachmodelle DistiiGPT2, BERT und Pegasus wur-
den durch unterschiedliche Feinabstimmungen der gerade genannten Sprachmodelle
jeweils 36 Texte generiert. Dabei hat jedes der drei Sprachmodelle insgesamt 18 Texte
durch Sprachmodelle generiert, welche auf linke Nachrichtendaten fein abgestimmt wor-

den sind und weitere 18 Texte durch Sprachmodelle, welche auf rechte Nachrichtenda-
ten fein abgestimmt worden sind.

Bei den DistilGPT2 Sprachmodellen, welche beim Finetuning auf linke Nachrichtendaten
fein abgestimmt wurden, konnten 14 der generierten 18 Texte der Kategorie left zuge-
ordnet werden. Wie in Tabelle 15 zu sehen, entspricht das 78% der 18 generierten Texte.
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Weitere 2 der 18 Texte wurden der Kategorie non-sense zugeordnet, was 11% der 18
generierten Texte ausmacht. Die tbrigen 11%, also ebenfalls 2 Texte, wurden der Kate-
gorie neutral zugeordnet.

Bei den DistilGPT2 Sprachmodellen, welche beim Finetuning rechte Nachrichtendaten
verwendet haben, konnten 4 der generierten 18 Texte der Kategorie right und 7 Texte
der Kategorie left zugeordnet werden. Weitere 5 Texte wurden der Kategorie non-sense
und die Ubrigen 2 Texte der Kategorie neutral zugeordnet. Wie in Tabelle 15 demnach
dargestellt, wurden 39% der Texte der Kategorie left, 22% der Kategorie right, 11% der
Kategorie neutral und 28% der Kategorie non-sense zugeordnet.

Die BERT Sprachmodelle, welche auf linke Nachrichtendaten fein abgestimmt wurden,
haben 18 Texte generiert, von welchen 10 Texte der Kategorie left zugeordnet wurden,
weitere 5 der Kategorie non-sense und die Ubrigen 2 der Kategorie neutral. Demnach
verteilen sich die 18 Texte zu 55% auf die Kategorie left, zu 17% auf die Kategorie neut-
ral und zu 28% auf die Kategorie non-sense, wie in Tabelle 15 zu sehen.

Bei den BERT Sprachmodellen, welche beim Finetuning auf rechte Nachrichtendaten
fein abgestimmt wurden, sind 2 der 18 Texte der Kategorie right, 5 der Kategorie left, 10
der Kategorie non-sense und 1 Text der Kategorie neutral zugeordnet worden. Prozen-
tual verteilen sich die 18 Texte zu 28% auf die Kategorie left, zu 11% auf die Kategorie
right, zu 5% auf die Kategorie neutral und zu 56% auf die Kategorie non-sense, wie in
Tabelle 15 nachzuvollziehen ist.

Wie in Abbildung 13 und Tabelle 15 dargestellt, sind die 18 generierten Texte durch
Pegasus Sprachmodelle, welche auf linke Nachrichtendaten fein abgestimmt wurden,
zu 100% der Kategorie non-sense zugeordnet worden. Genauso verhalt es sich auch fir
die 18 generierten Texte durch Pegasus Sprachmodelle, welche rechte Nachrichtenda-
ten beim Finetuning verwendet haben.

Tabelle 15: Aufteilung der generierten Texte durch die Sprachmodelle nach linken und rechten Finetuning Daten in die 4 Kate-
gorien (Quelle: Eigene Darstellung)

Politische Voreingenom- . L .
Sprachmodell | menheit der Finetunin leftin | rightin | neutralin | non-sense
P e % % % in %
ate
DistilGPT2 links 78% 0% 11% 1%
DistilGPT2 rechts 39% 22% 11% 28%
BERT links 55% 0% 17% 28%
BERT rechts 28% 11% 5% 56%
Pegasus links 0% 0% 0% 100%
Pegasus rechts 0% 0% 0% 100%
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Beim Finetuning der gerade genannten Sprachmodelle wurden jeweils aus den linken
und rechten Nachrichtendaten die Schlagzeilen, die Volltexte und die bereinigten Voll-
texte verwendet. Insgesamt wurden somit pro Art der verwendeten Nachrichtendaten,
durch darauf fein abgestimmte Sprachmodelle, jeweils 18 Texte fir die linken und rech-
ten Nachrichtendaten generiert.

Wie Tabelle 16 darstellt, wurden 61% der generierten Texte durch fein abgestimmte
Sprachmodelle auf die linken Schlagzeilen, der Kategorie non-sense zugeordnet. Das
sind 11 der 18 Texte. Die Gbrigen 39%, also 7 Texte, wurden mit einer linken politischen
Voreingenommenheit bewertet. Die 18 durch Sprachmodelle generierten Texte, welche
beim Finetuning die rechten Schlagzeilen verwendet haben, wurden zu 78% der Kate-
gorie non-sense zugeordnet. Das betrifft 14 der 18 Texte. Ein weiterer Text wurde der
Kategorie right zugeordnet, was 6% der 18 Texte ausmacht. Die restlichen 17%, also 3
der 18 Texte, wurden der Kategorie left zugeordnet.

Far die generierten Texte durch Sprachmodelle, welche auf linke Volltexte fein abge-
stimmt wurden, zeigt die Tabelle 16, dass bei 44% der 18 Texte eine linke politische
Voreingenommenheit festgestellt wurde. Das betrifft 8 der 18 Texte. Weitere 7 Texte
wurden der Kategorie non-sense zuordnet, weshalb diese 39% der Texte ausmacht. Die
ubrigen 17%, also 3 Texte, wurden in die Kategorie neutral eingeordnet. Durch Sprach-
modelle, welche beim Finetuning rechte Volltexte verwendet haben, wurden ebenfalls
18 Texte generiert. Von diesen Texten wurden jeweils 4 Texte, also 22%, den Kategorien
left und right zugeordnet. Weitere 2 Texte wurden der Kategorie neutral zugeordnet, was
11% entspricht und die Ubrigen 44%, 8 Texte, wurden der Kategorie non-sense zuge-
ordnet.

Durch Sprachmodelle, welche auf die bereinigten Volltexte beim Finetuning fein abge-
stimmt worden sind, wurden insgesamt 36 Texte generiert. Fir die 18 generierten Texte
durch Sprachmodelle, welche auf linke bereinigte Volltexte fein abgestimmt wurden, wird
in Tabelle 16 dargestellt, dass 9 Texte, also 50%, mit einer linken politischen Voreinge-
nommenheit bewertet wurden. Weitere 7 der 18 Texte wurden in die Kategorie non-
sense eingeordnet, welche einen Anteil von 39% ausmacht. Die restlichen 11%, 2 Texte,
wurden der Kategorie neutral zugeordnet. Von den anderen 18 generierten Texten durch
Sprachmodelle, bei welchen die rechten bereinigten Volltexte beim Finetuning verwen-
det wurden, sind 5 Texte mit einer linken politischen Voreingenommenheit und 2 Texte
mit einer rechten politischen Voreingenommenheit bewertet worden. Bei einem weiteren
Text wurde keine politische Voreingenommenheit festgestellt und die Gbrigen 9 Texte
wurden als inhaltlich sinnlos bewertet. Wie Tabelle 16 zeigt, macht die Kategorie left
28%, die Kategorie right 11%, die Kategorie neutral 6% und die Kategorie non-sense
den Grofteil mit 50% aus.
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Tabelle 16: Aufteilung der generierten Texte nach linken und rechten verwendeten Finetuning Daten in die 4 Kategorien
(Quelle: Eigene Darstellung)

Daten P;!:Z?;::r:z::_ leftin % | rightin % | neutral in % nor;;]s;)nse
headlines links 39% 0% 0% 61%
headlines rechts 17% 6% 0% 78%
fulltext links 44% 0% 17% 39%
fulltext rechts 22% 22% 11% 44%
fulltext_cleaned |links 50% 0% 1% 39%
fulltext_cleaned |rechts 28% 11% 6% 50%

Insgesamt hat jede Kombination von feinabstimmten Sprachmodellen und verwendeten
Daten beim Finetuning 6 Texte generiert. In Tabelle 17 ist dargestellt, wie sich die 6
generierten Texte fur jedes der 18 fein abgestimmten Sprachmodelle prozentual auf die
4 Kategorien verteilen. Dabei fallt auf, dass das Sprachmodell DistiGPT2 beim Fi-
netuning auf die linken Nachrichtendaten Texte generiert hat, welche die héchsten pro-
zentualen Anteile der Kategorie left aufweisen. Besonders das DistiiGPT2 Sprachmo-
dell, welches auf die linken bereinigten Volltexte fein abgestimmt wurde, hat 6 Texte
generiert, welche zu 100% der Kategorie left zugeordnet wurden. Weiterhin |asst sich in
Tabelle 17 erkennen, dass alle Sprachmodelle Texte generiert haben, bei welchen ein
gewisser Anteil dieser Texte der Kategorie non-sense zugeordnet wurde, aulder bei den
DistilGPT2 Sprachmodellen, welche beim Finetuning die linken Volltexte und linken be-
reinigten Volltexte verwendet haben. Ansonsten zeigt sich noch die Auffalligkeit, dass
alle Texte, welche durch fein abgestimmte Pegasus Sprachmodelle generiert wurden,
zu 100% der Kategorie non-sense zugeordnet worden sind, wie schon erwahnt.
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Tabelle 17: Aufteilung in % der generierten Texte pro fein abgestimmten Sprachmodell in die 4 Kategorien (Quelle: Eigene Dar-

stellung)

Sprachmodelle left in % right in % neu:ral in norll-sense
Yo in %

distilgpt2_left_headlines 67% 0% 0% 33%
distilgpt2_left_fulltext 67% 0% 33% 0%
distilgpt2_left_fulltext_cleaned 100% 0% 0% 0%
distilgpt2_right_headlines 50% 0% 0% 50%
distilgpt2_right_fulltext 33% 33% 17% 17%
distilgpt2_right_fulltext_cleaned 33% 33% 17% 17%
bert_left_headlines 50% 0% 0% 50%
bert_left_fulltext 66% 0% 17% 17%
bert_left_fulltext_cleaned 50% 0% 33% 17%
bert_right_headlines 0% 17% 0% 83%
bert_right_fulltext 33% 17% 17% 33%
bert_right_fulltext_cleaned 50% 0% 0% 50%
pegasus_left_headlines 0% 0% 0% 100%
pegasus_left_fulltext 0% 0% 0% 100%
pegasus_left_fulltext_cleaned 0% 0% 0% 100%
pegasus_right_headlines 0% 0% 0% 100%
pegasus_right_fulltext 0% 0% 0% 100%
pegasus_right_fulltext_cleaned 0% 0% 0% 100%
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5 Evaluation der Ergebnisse

Sprachmodelle, welche beim Finetuning linke Nachrichtendaten verwendet haben, soll-
ten die politische linke Voreingenommenheit der Nachrichtendaten anschlieRend im Ant-
wortverhalten vorweisen. Das bedeutet, dass bei von diesen Sprachmodellen generier-
ten Texten eine linke politische Voreingenommenheit zu erkennen sein sollte. Das Glei-
che gilt auch fur Sprachmodelle, welche beim Finetuning rechte Nachrichtendaten ver-
wendet haben. Jedoch sollte bei den generierten Texten von solchen fein abgestimmten
Sprachmodellen dementsprechend keine linke, sondern eine rechte politische Voreinge-
nommenheit zu erkennen sein.

Bezogen auf die Sprachmodelle, welche mit linken Nachrichtendaten fein abgestimmt
wurden, bedeutet das, dass die fein abgestimmten DistiiGPT2 Sprachmodelle die politi-
sche Voreingenommenheit aus den linken Nachrichtendaten am starksten reproduzieren
konnten. Wie aus den Ergebnissen in Tabelle 15 hervorgeht, konnte bei 78% der gene-
rierten Texte durch die DistiGPT2 Sprachmodelle eine linke politische Voreingenom-
menheit festgestellt werden. Die zweitstarkste Reproduktion der linken politischen Vor-
eingenommenheit in den generierten Texten, zeigen die generierten Texte durch die
BERT Sprachmodelle. Von diesen Texten wurden bei 55% eine linke politische Vorein-
genommenheit erkannt.

Bei den Sprachmodellen, welche auf rechte politische Nachrichtentexte fein abgestimmt
wurden, konnte das Sprachmodell DistiiGPT2 ebenfalls die rechte politische Voreinge-
nommenheit am starksten reproduzieren. Von den 18 Texten konnte bei 22% eine rechte
politische Voreingenommenheit erkannt werden, wie in Tabelle 15 dargestellt. Gefolgt
davon zeigen die generierten Texte durch BERT Sprachmodelle die zweithochste Re-
produktion der rechten politischen Voreingenommenheit. Bei 11% der Texte konnte eine
rechte politische Voreingenommenheit festgestellt werden.

Die Pegasus Sprachmodelle konnten sowohl beim Finetuning auf die linken Nachrich-
tendaten als auch beim Finetuning auf die rechten Nachrichtendaten keine politische
Voreingenommenheit in den generierten Texten reproduzieren.

Dabei wurde die linke politische Voreingenommenheit durch linke Nachrichtendaten
beim Finetuning starker reproduziert als die rechte politische Voreingenommenheit
durch rechte Nachrichtendaten. Bei den Sprachmodellen, welche auf linke Nachrichten-
daten fein abgestimmt worden sind, wurde beim GroRteil der generierten Texte, aus-
schlieBlich eine linke politische Voreingenommenheit in den generierten Texten repro-
duziert. Bei den Ubrigen Texten wurde entweder keine politische Voreingenommenheit
reproduziert oder die Texte haben inhaltlich keinen Sinn ergeben. Bei den Sprachmo-
dellen, welche auf rechte politische Nachrichten fein abgestimmt wurden, sind mehr
Texte generiert worden, welche eine linke politische Voreingenommenheit vorweisen,
als Texte, bei welchen eine rechte politische Voreingenommenheit festgestellt wurde,
siehe Tabelle 15. Dementsprechend wurde bei einem Groldteil der generierten Texte
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durch Sprachmodelle, welche auf rechte Nachrichtendaten fein abgestimmt worden sind,
eine gegenteilige linke politische Voreingenommenheit reproduziert.

Wie in Tabelle 18 dargestellt, konnte das Sprachmodell DistilGPT2 die politische Vorein-
genommenheit beim Finetuning auf die linken Nachrichtendaten und beim Finetuning
auf die rechten Nachrichtendaten insgesamt am starksten reproduzieren. Von den ins-
gesamt 36 Texten, welche durch DistiiGPT2 Sprachmodelle generiert worden sind,
wurde bei 25 Texten eine politische Voreingenommenheit festgestellt. Das sind 69% der
generierten Texte. Von den 25 generierten Texten wurden unter anderem 7 Texte durch
Sprachmodelle generiert, welche auf rechte Nachrichtendaten fein abgestimmt worden
sind. Diese 7 Texte weisen jedoch eine linke politische Voreingenommenheit auf. Dem-
nach wurde bei 28% der 25 Texte eine falsche politische Voreingenommenheit reprodu-
Ziert.

Ebenfalls in Tabelle 18 dargestellt, konnte im Vergleich dazu das Sprachmodell BERT
von den insgesamt 36 generierten Texten bei nur 17 Texten eine politische Voreinge-
nommenheit reproduzieren. Das sind 47% der 36 Texte. Von den 17 Texten wurden
unteranderem 5 Texte durch Sprachmodelle generiert, welche beim Finetuning rechte
Nachrichtendaten verwendet haben, die Texte hingegen aber eine linke politische Vor-
eingenommenheit aufweisen. Deshalb wurde bei 29% der 17 Texte eine falsche Vorein-
genommenheit reproduziert.

Somit hat das Sprachmodell DistilGPT2 mehr Texte mit einer politischen Voreingenom-
menheit produziert und hat dabei eine geringere Fehlerquote beim Reproduzieren der
rechten politischen Voreingenommenheit als das Sprachmodell BERT. Die Fehlerquote
beschreibt die Reproduktion der linken politischen Voreingenommenheit, durch Sprach-
modelle, welche rechte Nachrichtendaten beim Finetuning verwendet haben.

Tabelle 18: Anteil der Texte mit politischer Voreingenommenheit und Fehlerquote bei der rechten politischen Voreingenommen-
heit pro Sprachmodell (Quelle: Eigene Darstellung)

Anteil Texte mit politischer Fehlerquote bei rechter politischer
Sprachmodell . . . .
Voreingenommenheit Voreingenommenheit
DistilGPT2 69% 28%
BERT 47% 29%
Pegasus 0% 0%

Neben den Sprachmodellen haben auch noch die beim Finetuning verwendeten Daten
einen Einfluss auf die Reproduktion der politischen Voreingenommenheit der generier-
ten Texte. Um den Einfluss der unterschiedlichen Daten der Nachrichtendaten auf die
Reproduktion der politischen Voreingenommenheit zu bewerten, werden nur die gene-
rierten Texte betrachtet, welche nicht durch ein Pegasus Sprachmodell generiert wur-
den, da die Pegasus Sprachmodelle keinen Einfluss auf die Reproduktion der politischen
Voreingenommenheit aus den Finetuning Daten haben, siehe Tabelle 18. Demnach
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wurden fur die unterschiedlichen Daten jeweils 24 Texte generiert, durch die auf diese
Daten fein abgestimmten DistilGPT2 und BERT Sprachmodelle. Jeweils 12 Texte durch
Sprachmodelle, welche die linken Nachrichtendaten beim Finetuning verwendet haben
und jeweils 12 Texte durch Sprachmodelle, welche die rechten Nachrichtendaten beim

Finetuning verwendet haben.

Tabelle 19: Aufteilung der generierten Texte in die 4 Kategorien, ohne die durch Pegasus Sprachmodelle generierten Texte,
bezogen auf die verwendeten Daten (Quelle: Eigene Darstellung)

Daten Politische Vorein- leftin % | right in % neutral in norlm-sense
genommenheit % in %

headlines links 58% 0% 0% 42%
headlines rechts 25% 8% 0% 67%
fulltext links 67% 0% 25% 8%
fulltext rechts 33% 33% 17% 17%
fulltext_cleaned |links 75% 0% 17% 8%
fulltext_cleaned |rechts 42% 17% 8% 33%

Werden die linken Nachrichtendaten betrachtet, so wird in Tabelle 19 deutlich, dass die
Sprachmodelle, welche die linken bereinigten Volltexte beim Finetuning verwendet ha-
ben, auch die meisten Texte mit einer linken politischen Voreingenommenheit reprodu-
zieren konnten. Von 12 Texten wurde bei 75% eine linke politische Voreingenommenheit
festgestellt. Die zweitmeisten Texte mit einer linken politischen Voreingenommenheit
wurden durch Sprachmodelle generiert, welche auf die Volltexte fein abgestimmt worden
sind, mit 67% von 12 Texten. Bei den Sprachmodellen, welche auf die linken Schlagzei-
len fein abgestimmt wurden, konnte die linke politische Voreingenommenheit bei 58%
der Texte reproduziert werden.

Bei der Betrachtung der rechten Nachrichtendaten, wird deutlich, dass die Sprachmo-
delle, welche mit den rechten Volltexten fein abgestimmt wurden, die meisten Texte mit
einer rechten politischen Voreingenommenheit reproduzieren konnten, siehe Tabelle 19.
Von den 12 generierten Texten durch Sprachmodelle, welche rechte Nachrichtendaten
beim Finetuning verwendet haben, konnte bei 33% eine rechte politische Voreingenom-
menheit festgestellt werden. Bei Sprachmodellen, welche die bereinigten Volltexte beim
Finetuning verwendet haben, konnte bei 17% eine rechte politische Voreingenommen-
heit festgestellt werden und beim Finetuning auf die rechten Schlagzeilen nur bei 8%.

Dabei sind, wie schon bei der Bewertung der Sprachmodelle aufgefallen, ausschlieRlich
die rechten Nachrichtendaten beim Finetuning daflir verantwortlich, dass Sprachmodelle
Texte generieren, welche eine linke anstatt einer rechten und somit eine falsche politi-
sche Voreingenommenheit aufweisen.
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Wie Tabelle 20 zeigt, konnten die Sprachmodelle, welche beim Finetuning die Volltexte
und bereinigten Volltexte verwendet haben, die politische Voreingenommenheit am
starksten aus den verwendeten Daten reproduzieren. Von den generierten Texten durch
Sprachmodelle, welche die gerade genannten Daten beim Finetuning verwendet haben,
konnten jeweils insgesamt bei 66% der generierten Texte eine politische Voreingenom-
menheit festgestellt werden, was 16 der 24 Texte entspricht. Der Unterschied bei den
generierten Texten durch Sprachmodelle, welche die Volltexte anstatt der bereinigten
Volltexte beim Finetuning verwendet haben, liegt in der Fehlerquote der politischen Vor-
eingenommenheit. Die Sprachmodelle, welche auf die rechten Volltexte fein abgestimmt
wurden, haben 4 Texte generiert, bei welchen eine linke anstatt einer rechten politischen
Voreingenommenheit festgestellt wurde. Deshalb wurde bei 4 der insgesamt 16 gene-
rierten Texte eine falsche politische Voreingenommenheit reproduziert, wodurch die
Fehlerquote bei 25% liegt. Werden die generierten Texte durch Sprachmodelle betrach-
tet, welche beim Finetuning die rechten bereinigten Volltexte verwendet haben, sind 5
Texte betroffen, welche eine linke anstatt einer rechten politischen Voreingenommenheit
aufweisen. Demnach wurde bei 5 der 16 generierten Texte eine falsche politische Vor-
eingenommenheit reproduziert, was eine Fehlerquote von 31% darstellt. Bei den gene-
rierten Texten durch Sprachmodelle, welche die Schlagzeilen beim Finetuning verwen-
det haben, konnte bei 11 Texten eine politische Voreingenommenheit festgestellt wer-
den, was 45% der 24 Texte betrifft. Von den 11 Texten wurde bei 3 Texten eine linke
politische Voreingenommenheit festgestellt, obwohl diese durch Sprachmodelle gene-
riert wurden, welche auf rechte Schlagzeilen fein abgestimmt worden sind. Dadurch liegt
die Fehlerquote bei 27%.

Somit I&sst sich zusammenfassend festhalten, dass die Volltexte und bereinigten Voll-
texte beim Finetuning der Sprachmodelle zu einer starkeren Reproduktion der politi-
schen Voreingenommenheit geflhrt haben als die Schlagzeilen. Dabei konnten Sprach-
modelle, welche die Volltexte beim Finetuning verwendet haben, die politische Vorein-
genommenheit mit einer leicht besseren Genauigkeit reproduzieren als solche, welche
die bereinigten Volltexte beim Finetuning verwendet haben. Die Genauigkeit beschreibt
die Fehlerquote. Ist die Fehlerquote geringer, desto hoher ist die Genauigkeit.

Tabelle 20: Anteil der Texte mit politischer Voreingenommenheit und Fehlerquote bei der rechten politischen Voreingenommen-
heit pro verwendeten Daten der Nachrichtendaten (Quelle: Eigene Darstellung)

Daten Anteil Texte mit politischer | Fehlerquote bei rechter politischer

Voreingenommenheit Voreingenommenheit
headlines 45% 27%
fulltext 66% 25%

fulltext_cleaned 66% 31%
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6 Diskussion

Basierend auf der Problemstellung wurde in dieser Arbeit untersucht, wie Sprachmodelle
durch Finetuning auf einen Datensatz eine vorsatzliche politische Voreingenommenheit
reproduzieren kénnen. Dabei wurde untersucht wie sich verschiedene Sprachmodelle
durch Finetuning auf einen Datensatz auf die Reproduktion der politischen Voreinge-
nommenheit auswirken und welche weiteren Faktoren aus den Daten einen Einfluss auf
die Reproduktion haben.

Bei der Reproduktion der politischen Voreingenommenheit wurden drei verschiedene
Sprachmodelle auf unterschiedliche Nachrichtendaten durch Finetuning fein abge-
stimmt. Die drei Sprachmodelle basieren dabei auf unterschiedlichen Komponenten der
Transformer-Architektur, welche in Kapitel 3.3 beschrieben wird.

Das DistilGPT2 Sprachmodell, welches auf der Decoder-Komponente der Transformer-
Architektur basiert, konnte die politische Voreingenommenheit beim Finetuning aus Trai-
ningsdaten insgesamt am starksten reproduzieren. Auffallig stark war das Sprachmodell
bei der Reproduktion der linken politischen Voreingenommenheit, bei welcher 78% der
18 generierten Texte, durch auf linke Nachrichtendaten fein abgestimmte Sprachmo-
delle, eine linke politische Voreingenommenheit reproduzieren konnten, siehe Tabelle
18. Auch bei der Reproduktion der rechten politischen Voreingenommenheit, durch Fi-
netuning auf rechte Nachrichtendaten, hat das Sprachmodell die meisten Texte mit einer
rechten politischen Voreingenommenheit reproduzieren kdnnen und dabei die wenigsten
Texte mit einer gegenteiligen politischen Voreingenommenheit generiert. Dadurch ist die
Fehlerquote bei dem Sprachmodelle am geringsten.

Das Sprachmodell BERT, welches auf der Encoder-Komponente der Transformer-Archi-
tektur basiert, konnte die politische Voreingenommenheit sowohl aus linken als auch aus
rechten Finetuning-Daten ebenfalls reproduzieren, nur nicht ganz so stark wie das
Sprachmodell DistilGPT2. Dabei wurde, wie auch bei dem DistilGPT2 Sprachmodell, die
linke politische Voreingenommenheit durch Finetuning auf die linken Nachrichtendaten,
deutlich besser reproduziert als die rechte politische Voreingenommenheit durch Fi-
netuning auf rechte Nachrichtendaten. Bei der Reproduktion der rechten politischen Vor-
eingenommenheit durch Finetuning auf rechte Nachrichtendaten, wurden durch das
BERT Sprachmodell insgesamt mehr Texte mit einer gegenteiligen linken politischen
Voreingenommenheit reproduziert als bei dem Sprachmodell DistilGPT2. AuRerdem hat
das BERT Sprachmodell insgesamt deutlich mehr Texte generiert, welche inhaltlich kei-
nen Sinn ergeben.

Das Sprachmodell Pegasus, welches auf der Encoder- und der Decoder-Komponente
der Transformer-Architektur basiert, konnte die politische Voreingenommenheit durch
Finetuning auf Trainingsdaten gar nicht reproduzieren. Alle generierten Texte durch die
fein abgestimmten Pegasus Sprachmodelle haben inhaltlich keinen Sinn ergeben. Ein
moglicher Grund, warum das Sprachmodell Pegasus bei der Generierung von Texten
mit einer politischen Voreingenommenheit keine verwendbaren Ergebnisse erzeugt hat,



Diskussion 47

liegt daran, dass das Sprachmodell urspringlich fir den Aufgabenbereich der Textzu-
sammenfassung entwickelt worden ist [57]. Um das Sprachmodell flr die kausale
Sprachmodellierung nutzbar zu machen, wurde dieses mit einer entsprechenden Konfi-
guration erweitert [62]. Dabei wurde zunachst angenommen, dass das Sprachmodell bei
der Textgenerierung keine verwendbaren Ergebnisse erzeugt hat, da beim Finetuning
zu wenig Daten verwendet wurden. Jedoch wurde bereits nachgewiesen, dass das
Sprachmodell beim Finetuning auf einen kleinen Datensatz auch gute Ergebnisse erzielt
[57].

Insgesamt hat die Anzahl der verwendeten Daten beim Finetuning der Sprachmodelle
DistilGPT2 und BERT jedoch eine Auswirkung auf die Reproduktion der politischen Vor-
eingenommenheit gezeigt. Die Sprachmodelle, welche auf die linken Nachrichtendaten
fein abgestimmt worden sind, haben mehr Texte generiert, welche eine entsprechende
politische Voreingenommenheit aufweisen, als Sprachmodelle, welche auf rechte Nach-
richtendaten fein abgestimmt worden sind, siehe Tabelle 15. AuRerdem haben Sprach-
modelle, welche die rechten Nachrichtendaten beim Finetuning verwendet haben, auch
Texte generiert, welche eine gegenteilige linke politische Voreingenommenheit aufwei-
sen. Der Grund dafir liegt in der Anzahl der verwendeten Daten beim Finetuning. Fur
das Finetuning der Sprachmodelle auf die linken politischen Nachrichtentexte, waren
insgesamt mehr Nachrichtendaten verfiigbar als fir das Finetuning der Sprachmodelle
auf die rechten Nachrichtendaten.

Demnach zeigt sich, dass mehr Daten beim Finetuning nicht nur zu einer starkeren Re-
produktion, sondern auch zu einer besseren Genauigkeit bei der Reproduktion der poli-
tischen Voreingenommenheit fuhren.

In einer vorhergegangenen Verdffentlichung wurde die politische Voreingenommenheit
durch eine ahnliche Methode und der Verwendung der gleichen Datenbasis ebenfalls
durch Sprachmodelle reproduziert. Dabei wurden die Sprachmodelle auf die Schlagzei-
len und die Vorschau der Volltexte fein abgestimmt und die Sprachmodelle, welche die
Schlagzeilen beim Finetuning verwendet haben, konnten die politische Voreingenom-
menheit am starksten reproduzieren [22].

In dieser Arbeit wurden die vollstandigen Volltexte anstelle der Vorschau der Volltexte
beim Finetuning der Sprachmodelle verwendet, um zu untersuchen welchen Einfluss
diese auf die Reproduktion der politischen Voreingenommenheit haben. Dabei hat sich
gezeigt, dass die Verwendung der Volltexte beim Finetuning der Sprachmodelle zu einer
starkeren Reproduktion der politischen Voreingenommenheit gefiihrt hat als die Verwen-
dung der Schlagzeilen beim Finetuning der Sprachmodelle, siehe Tabelle 20. Als Grund
dafur wird angenommen, dass die Volltexte einen hdheren Informationsgehalt bieten als
die Schlagzeilen, da die Schlagzeilen das Thema der Nachrichtentexte komprimiert in
durchschnittlich 10 Worten abbilden und die Volltexte das Thema der Nachrichtentexte
mit durchschnittlich 637 Worten beschreiben, siehe Tabelle 8 im Kapitel 3.1.

Auflerdem wurde in der gerade genannten Veroffentlichung davon ausgegangen, dass
die Vorschau der Volltexte die politische Voreingenommenheit schwacher reproduziert,
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weil diese Zitate beinhalten, welche den Aussagen der Autoren widersprechen und so
zu einem Rauschen beim Finetuning fluhren [22]. Deshalb wurden die Zitate aus den
Volltexten entfernt, um zu untersuchen, wie sich die Volltexte mit rausgefilterten Zitaten
im Gegensatz zu den Volltexten mit Zitaten bei der Reproduktion der politischen Vorein-
genommenheit unterscheiden.

Dabei konnte bei 66% der generierten Texte durch Sprachmodelle, welche die Volltexte
mit rausgefilterten Zitaten beim Finetuning verwendet haben, eine politische Voreinge-
nommenheit festgestellt werden. Genauso viele Texte mit einer politischen Voreinge-
nommenheit wurden auch durch die Sprachmodelle generiert, welche die Volltexte mit
Zitaten beim Finetuning verwendet haben, siehe Tabelle 20. Demnach wurde die politi-
sche Voreingenommenheit bei der Verwendung von den Volltexten ohne Zitate beim
Finetuning insgesamt genauso stark reproduziert, wie bei der Verwendung der Volltexte
mit Zitaten beim Finetuning. Jedoch haben die Sprachmodelle, welche die Volltexte ohne
Zitate beim Finetuning verwendet haben, eine hdhere Fehlerquote bei der Reproduktion
der rechten politischen Voreingenommenheit als die Sprachmodelle, welche die Voll-
texte mit Zitaten verwendet haben, siehe Tabelle 20.

Generell zeigen sich deutlichere Auswirkungen des Entfernens der Zitate aus den Voll-
texten, wenn die Reproduktion der politischen Voreingenommenheit durch linke Volltexte
beim Finetuning und durch rechte Volltexte beim Finetuning separat betrachtet wird.

Die Sprachmodelle, welche auf die linken Volltexte mit rausgefilterten Zitaten fein abge-
stimmt wurden, haben mehr Texte mit einer linken politischen Voreingenommenheit ge-
neriert als die Sprachmodelle, welche die linken Volltexte mit Zitaten beim Finetuning
verwendet haben, siehe Tabelle 19. Jedoch haben die Sprachmodelle, welche die rech-
ten Volltexte ohne Zitate beim Finetuning verwendet haben, weniger Texte mit einer
rechten politischen Voreingenommenheit generiert und mehr Texte mit einer gegenteili-
gen linken politischen Voreingenommenheit als die Sprachmodelle, welche beim Fi-
netuning die rechten Volltexte mit Zitaten verwendet haben, wie ebenfalls in Tabelle 19
zu erkennen.

Somit hat das Verwenden der linken Volltexte mit rausgefilterten Zitaten beim Finetuning
zu einer leicht starkeren Reproduktion der politischen Voreingenommenheit gefuhrt als
das Verwenden der linken Volltexte mit Zitaten. Bei den rechten Volltexten hat das Raus-
filtern der Zitate zu einer schwacheren Reproduktion der politischen Voreingenommen-
heit gefihrt, im Vergleich zu den Volltexten mit Zitaten. Insgesamt standen beim Fi-
netuning aber auch mehr linke Volltexte zur Verfigung als rechte Volltexte.

Daraus lasst sich schlieRen, dass die Auswirkung des Rausfilterns der Zitate bei den
Volltexten abhangig von der Menge der Trainingsdaten beim Finetuning ist. Stehen mehr
Volltexte zu Verfigung so fuhrt das Rausfiltern der Zitate zu einer leicht starkeren Re-
produktion der politischen Voreingenommenheit. Sind weniger Volltexte beim Finetuning
verfugbar, so flhrt das Rausfiltern der Zitate aus den Volltexten zu einer Abschwéachung
der Reproduktion der politischen Voreingenommenheit, im Vergleich zu den Volltexten
mit Zitaten beim Finetuning.
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Die erzeugten feinabgestimmten Sprachmodelle liegen in Huggingface, welche Uber die
Links im Anhang 1 erreicht werden kdnnen. Der verwendete Code fur diese Arbeit und
die generierten Texte, welche durch die Sprachmodelle erzeugt worden sind, mit der
Bewertung durch ChatGPT und dem Studenten, liegen in einem GitHub-Repository*. Die
generierten Texte mit der Bewertung liegen in dem Repository in der Excel-Mappe Allsi-
des _Data_Description_And_Results in dem Excel-Sheet Generierte Texte mit Bewer-
tung. Alle Datensatze, welche durch die Forschung in dieser Arbeit erzeugt und verwen-
det wurden, konnen in der Tabelle im Anhang 2 eingesehen werden.

4 https://github.com/tobijen/bachelor_project_code
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7 Fazit

Die Forschung in der vorliegenden Arbeit ging an erster Stelle der Frage nach ,Wie un-
terscheiden sich verschiedene Sprachmodelle hinsichtlich der Reproduktion von politi-
scher Voreingenommenheit aus Finetuning Daten?‘. Um diese Frage zu beantworten,
wurden drei verschiedene Sprachmodelle, welche auf unterschiedlichen Komponenten
der Transformer-Architektur basieren, auf politisch voreingenommene Nachrichtendaten
fein abgestimmt.

Wie aus den Ergebnissen hervorgeht, konnte dabei gezeigt werden, dass das Sprach-
modell DistiiGPT2, welches auf der Decoder-Komponente der Transformer-Architektur
basiert, die linke politische Voreingenommenheit beim Finetuning auf linke Nachrichten-
daten und die rechte politische Voreingenommenheit beim Finetuning auf rechte Nach-
richtendaten insgesamt am starksten reproduziert mit der héchsten Genauigkeit. Das
BERT-Sprachmodell, welches auf der Encoder-Komponente der Transformer-Architek-
tur basiert, konnte die politische Voreingenommenheit sowohl fiir das linke als auch das
rechte politische Spektrum ebenfalls reproduzieren, jedoch nicht so stark und genau wie
das Sprachmodell DistilGPT2. Nur das Pegasus Sprachmodell, welches beide Kompo-
nenten der Transformer-Architektur verwendet, war nicht dazu in der Lage die politische
Voreingenommenheit aus den Trainingsdaten durch Finetuning zu reproduzieren.

Neben der Erforschung, wie sich unterschiedliche Sprachmodelle auf die Reproduktion
der politischen Voreingenommenheit aus Trainingsdaten durch Finetuning auswirken,
wurde auch noch untersucht, welche weiteren Faktoren aus den Daten einen Einfluss
die Reproduktion beim Finetuning haben. Besonderer Fokus wurde dabei auf Anzahl der
verwendeten Daten beim Finetuning und die Auswirkung der Verwendung der Volltexte
aus den Nachrichtendaten beim Finetuning gelegt. Darauf aufbauend wurde ebenfalls
untersucht, wie sich die Volltexte mit rausgefilterten Zitaten auf die Reproduktion der
politischen Voreingenommenheit durch Finetuning auswirken.

Allgemein Iasst sich dabei festhalten, dass eine héhere Anzahl an Trainingsdaten beim
Finetuning zu einer starkeren und genaueren Reproduktion der politischen Voreinge-
nommenheit aus den Trainingsdaten fuhrt. Die linke politische Voreingenommenheit
wurde starker aus den Trainingsdaten reproduziert als die rechte politische Voreinge-
nommenheit, da mehr linke Nachrichtendaten beim Finetuning zur Verfligung standen
als rechte Nachrichtendaten.

Die Verwendung der Volltexte aus den Nachrichtendaten beim Finetuning der Sprach-
modelle hat insgesamt zu einer starken Reproduktion der politischen Voreingenommen-
heit aus dem Datensatz gefiihrt. Besonders im Vergleich zu den verwendeten Schlag-
zeilen aus dem Datensatz beim Finetuning, zeigt sich, dass die Verwendung der Voll-
texte beim Finetuning zu einer starkeren und genaueren Reproduktion der politischen
Voreingenommenheit fUhrt.

Die Auswirkung der Volltexte mit rausgefilterten Zitaten auf die Reproduktion der politi-
schen Voreingenommenheit ist abhangig von der Anzahl der verwendeten Daten beim
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Finetuning der Sprachmodelle. Stehen mehr Daten, also Volltexte ohne Zitate, beim Fi-
netuning der Sprachmodelle zur Verfigung, wie bei den linken Nachrichtendaten, so
wird die Reproduktion der politischen Voreingenommenheit im Vergleich zu den Volltex-
ten mit Zitaten beim Finetuning nochmal leicht verstarkt. Sind beim Finetuning der
Sprachmodelle auf die Volltexte ohne Zitate weniger Daten verfligbar, wie bei den rech-
ten Nachrichtendaten, so ist die Reproduktion der politischen Voreingenommenheit
durch Sprachmodelle schwacher als durch solche, welche die Volltexte mit Zitaten beim
Finetuning verwendet haben. Somit zeigt sich, dass das Verwenden der Volltexte mit
rausgefilterten Zitaten erst ab einer gewissen Anzahl an Trainingsdaten beim Finetuning
der Sprachmodelle eine positive Auswirkung auf die Reproduktion der politischen Vor-
eingenommenheit hat. Bei einer niedrigeren Anzahl an Trainingsdaten beim Finetuning
wirkt sich das Rausfiltern der Zitate aus den Volltexten negativer auf die Reproduktion
der politischen Voreingenommenheit aus, im Vergleich zu den Volltexten mit Zitaten.

AbschlieRend lasst sich somit festhalten, dass das Sprachmodell, welches ausschliel3-
lich auf der Decoder-Komponente der Transformer-Architektur basiert und beim Fi-
netuning die Volltexte verwendet, die politische Voreingenommenheit aus den Trainings-
daten am starksten reproduzieren konnte. Stehen viele Trainingsdaten zur Verfligung,
fuhrt das Entfernen der Zitate aus den Volltexten vor dem Finetuning auf diese, zu einer
nochmal erhéhten Reproduzierbarkeit der politischen Voreingenommenheit aus den
Trainingsdaten.

Somit wurde insgesamt gezeigt, welche Auswirkung verschiedene Sprachmodelle auf
die Reproduktion der politischen Voreingenommenheit durch Finetuning haben und wie
sich verschiedene Faktoren aus dem Trainingsdatensatz auf die Reproduktion der poli-
tischen Voreingenommenheit durch Finetuning auswirken.



52

Literaturverzeichnis

Literaturverzeichnis

[1] ..Die Zusammenarbeit von Menschen und Maschinen muss neu definiert werden*,
@GI_weltweit. https://www.goethe.de/ins/gb/de/kul/lue/art/art/22737388.html (zugegrif-
fen 18. August 2023).

[2] J.Hayes, ,Large Language Models Use Cases and Applications®, Vectara, 15. Marz
2023. https://vectara.com/large-language-models-use-cases/ (zugegriffen 28. Juli
2023).

[3] .chat.openai.com Market Share, Revenue and Traffic Analytics®, Similarweb.
https://www.similarweb.com/website/chat.openai.com/ (zugegriffen 26. Mai 2023).

[4] T.Harpers, ,Studie der Uni-Duisburg-Essen: Mehrheit der Nutzer rechnet mit beruf-
lichen Auswirkungen von ChatGPT“, RP ONLINE, 22. Marz 2023. https://rp-on-
line.de/nrw/staedte/duisburg/chat-gpt-studie-bestaetigt-hohes-vertrauen-aber-hohe-feh-
lerquote_aid-87142131 (zugegriffen 2. Juni 2023).

[5] H.Bai, J. G. Voelkel, J. C. Eichstaedt, und R. Willer, ,Atrtificial Intelligence Can Per-
suade Humans on Political Issues®, Open Science Framework, preprint, Feb. 2023. doi:
10.31219/osf.io/stakv.

[6] .Qbias“. IR Group at Technische Hochschule Kéln, 1. Marz 2023. Zugegriffen: 27.
Mai 2023. [Online]. Verfugbar unter: https://github.com/irgroup/Qbias

[7]1 D. Hiemstra, ,Language Models®, in Encyclopedia of Database Systems, L. Liu und
M. T. Ozsu, Hrsg., Boston, MA: Springer US, 2009, S. 1591-1594. doi: 10.1007/978-0-
387-39940-9_923.

[8] A. Montejo-Raez und S. M. Jiménez-Zafra, ,Current Approaches and Applications
in Natural Language Processing®, Applied Sciences, Bd. 12, Nr. 10, S. 4859, Mai 2022,
doi: 10.3390/app12104859.

[9] X.Qiu, T. Sun, Y. Xu, Y. Shao, N. Dai, und X. Huang, ,Pre-trained Models for Nat-
ural Language Processing: A Survey*, Sci. China Technol. Sci., Bd. 63, Nr. 10, S. 1872—
1897, Okt. 2020, doi: 10.1007/s11431-020-1647-3.

[10] J. Devlin, M.-W. Chang, K. Lee, und K. Toutanova, ,BERT: Pre-training of Deep
Bidirectional Transformers for Language Understanding®“. arXiv, 24. Mai 2019. Zugegrif-
fen: 29. Juni 2023. [Online]. Verflgbar unter: http://arxiv.org/abs/1810.04805

[11] ,Recent Advances in Language Model Fine-tuning“, ruder.io, 24. Februar 2021.
https://www.ruder.io/recent-advances-Im-fine-tuning/ (zugegriffen 29. Juni 2023).

[12] C. Xu, Z. He, Z. He, und J. McAuley, ,Leashing the Inner Demons: Self-Detoxifica-
tion for Language Models“. arXiv, 6. Marz 2022. Zugegriffen: 26. Mai 2023. [Online].
Verfugbar unter: http://arxiv.org/abs/2203.03072

[13] X. Han und J. Eisenstein, ,Unsupervised Domain Adaptation of Contextualized



53

Literaturverzeichnis

Embeddings for Sequence Labeling®, in Proceedings of the 2019 Conference on Empir-
ical Methods in Natural Language Processing and the 9th International Joint Conference
on Natural Language Processing (EMNLP-IJCNLP), Hong Kong, China: Association for
Computational Linguistics, 2019, S. 4237-4247. doi: 10.18653/v1/D19-1433.

[14] ,Informationen zu Unconscious Bias und Stereotypen®, Zentrales Gleichstellungs-
biiro Rheinische Friedrich-Wilhelms-Universitdt Bonn. https://www.gleichstellung.uni-
bonn.de/de/universitaetskultur/unconscious-bias (zugegriffen 22. Juni 2023).

[15] J. R. Marcelin, D. S. Siraj, R. Victor, S. Kotadia, und Y. A. Maldonado, ,The Impact
of Unconscious Bias in Healthcare: How to Recognize and Mitigate It“, The Journal of
Infectious Diseases, Bd. 220, Nr. Supplement 2, S. S62-S73, Aug. 2019, doi:
10.1093/infdis/jiz214.

[16] ,Implicit Bias im akademischen Kontext". https://www.forschung-und-lehre.de/karri-
ere/implicit-bias-im-akademischen-kontext-4926 (zugegriffen 22. Juni 2023).

[17] ,Wie divers ist der ARD-Nachwuchs?* https://www.journalist.de/startseite/detail/ar-
ticle/wie-divers-ist-der-ard-nachwuchs (zugegriffen 23. Juni 2023).

[18] C. P. Hoffmann, ,Journalismus zwischen politischer Einseitigkeit und Perspektiven-
vielfalt, in ZerreiBproben: Leitmedien, Liberalismus und Liberalitdt, Kéln: Herbert von
Halem Verlag, 2021, S. 98-112. [Online]. Verflugbar unter:
https://www.kas.de/documents/252038/22161843/Einseitigkeit+oder+Perspektivenviel-
falt+im+Journalismus.pdf/8e6ee47e-868a-88fb-e2a2-1a66b162e765?ver-
sion=1.0&t=1673625779540

[19] J.-M. Eberl, ,Medienbias®, in Handbuch Politische Kommunikation, |. Borucki, K.
Kleinen-von Kénigsléw, S. Marschall, und T. Zerback, Hrsg., Wiesbaden: Springer Fach-
medien Wiesbaden, 2020, S. 1-14. doi: 10.1007/978-3-658-26242-6_32-1.

[20] N. Alm, ,Makromediale Transformationen: Ein Modell fir den digitalen Strukturwan-
del, in Die digitale Transformation der Medien, N. Aim, P. C. Murschetz, F. Weder, und
M. Friedrichsen, Hrsg., Wiesbaden: Springer Fachmedien Wiesbaden, 2022, S. 3-21.
doi: 10.1007/978-3-658-36276-8_1.

[21] W. M. Si u. a., ,Why So Toxic? Measuring and Triggering Toxic Behavior in Open-
Domain Chatbots®. arXiv, 9. September 2022. Zugegriffen: 26. Mai 2023. [Online]. Ver-
fugbar unter: http://arxiv.org/abs/2209.03463

[22] F. Haak und P. Schaer, ,Qbias - A Dataset on Media Bias in Search Queries and
Query Suggestions®, in Proceedings of the 15th ACM Web Science Conference 2023,
Austin TX USA: ACM, Apr. 2023, S. 239-244. doi: 10.1145/3578503.3583628.

[23] V. Sanh, L. Debut, J. Chaumond, und T. Wolf, ,DistiBERT, a distilled version of
BERT: smaller, faster, cheaper and lighter®. arXiv, 29. Februar 2020. Zugegriffen: 23.
Juni 2023. [Online]. Verfugbar unter: http://arxiv.org/abs/1910.01108

[24] R. Liu, C. Jia, J. Wei, G. Xu, L. Wang, und S. Vosoughi, ,Mitigating Political Bias in
Language Models Through Reinforced Calibration®. arXiv, 30. April 2021. Zugegriffen: 9.



54

Literaturverzeichnis

Juni 2023. [Online]. Verfugbar unter: http://arxiv.org/abs/2104.14795

[25] ,HTML: HyperText Markup Language | MDN*, 10. Mai 2023. https://developer.mo-
zilla.org/en-US/docs/Web/HTML (zugegriffen 5. Juli 2023).

[26] ,Was ist Web Scraping?‘, IONOS Digital Guide, 28. September 2020.
https://www.ionos.de/digitalguide/websites/web-entwicklung/was-ist-web-scraping/ (zu-
gegriffen 26. Juni 2023).

[27] ,Web Scraping mit Python: Einfihrung und Tutorial“, IONOS Digital Guide, 22. Feb-
ruar 2023. https://www.ionos.de/digitalguide/websites/web-entwicklung/web-scraping-
mit-python/ (zugegriffen 26. Juni 2023).

[28] ,Welcome to Python.org“, Python.org, 22. Juni 2023. https://www.python.org/ (zu-
gegriffen 27. Juni 2023).

[29] ,Selenium®, Selenium. https://www.selenium.dev/ (zugegriffen 27. Juni 2023).

[30] ,Headline Roundups*, AllSides, 17. Juni 2020. https://www.allsides.com/headline-
roundups (zugegriffen 27. Juni 2023).

[31] ,How AlISides Creates Balanced News: A Step-by-Step Guide®, AllSides, 13. April
2023. https://www.allsides.com/blog/how-does-allsides-create-balanced-news (zuge-
griffen 12. Juli 2023).

[32] ,Biden: Outcome of Wagner Mutiny ,Remains to be Seen®, AllSides. https://www.all-
sides.com/story/ukraine-war-biden-outcome-wagner-mutiny-remains-be-seen
(zugegriffen 27. Juni 2023).

[33] ,How AllSides Rates Media Bias®, AllSides, 10. August 2016. https://www.allsi-
des.com/media-bias/media-bias-rating-methods (zugegriffen 13. Juli 2023).

[34] ,AllSides Media Bias Ratings®, AllSides. https://www.allsides.com/media-bias/ra-
tings (zugegriffen 13. Juli 2023).
[35] ,AlISides Media Bias Chart, AllSides, 21. Februar 2019. https://www.allsi-

des.com/media-bias/media-bias-chart (zugegriffen 13. Juli 2023).

[36] ,4. Locating Elements — Selenium Python Bindings 2 documentation®. https://se-
lenium-python.readthedocs.io/locating-elements.html#locating-by-xpath (zugegriffen 4.
Juli 2023).

[37] ,Python Lists®. https://www.w3schools.com/python/python_lists.asp (zugegriffen 4.
Juli 2023).

[38] ,Newspaper3k: Article scraping & curation — newspaper 0.0.2 documentation®.
https://newspaper.readthedocs.io/en/latest/ (zugegriffen 7. Juli 2023).

[39] ,Working with missing data — pandas 2.0.3 documentation®. https://pandas.py-
data.org/docs/user_guide/missing_data.html (zugegriffen 9. Juli 2023).

[40] ,Tim Scott Responds After Obama Critiques His Stance on Race®, AllSides.
https://www.allsides.com/story/race-and-racism-tim-scott-responds-after-obama-



55

Literaturverzeichnis

critiques-his-stance-race (zugegriffen 16. August 2023).

[41] ,C New Lines". https://www.w3schools.com/c/c_newline.php (zugegriffen 11. Juli
2023).

[42] ,re — Regular expression operations®, Python documentation. https://docs.py-
thon.org/3/library/re.html (zugegriffen 11. Juli 2023).

[43] C. M. Ennett, M. Frize, und C. R. Walker, ,Influence of missing values on artificial
neural network performance®, Stud Health Technol Inform, Bd. 84, Nr. Pt 1, S. 449-453,
2001.

[44] A. Vaswani u. a., ,Attention Is All You Need®. arXiv, 5. Dezember 2017. Zugegriffen:
15. Juni 2023. [Online]. Verfugbar unter: http://arxiv.org/abs/1706.03762

[45] C. Raffel u. a., ,Exploring the Limits of Transfer Learning with a Unified Text-to-Text
Transformer®. arXiv, 28. Juli 2020. Zugegriffen: 18. Juli 2023. [Online]. Verfugbar unter:
http://arxiv.org/abs/1910.10683

[46] S. M. Lakew, M. Cettolo, und M. Federico, ,A Comparison of Transformer and Re-
current Neural Networks on Multilingual Neural Machine Translation®. arXiv, 20. Juni
2018. Zugegriffen: 18. Juli 2023. [Online]. Verfugbar unter: http://ar-
xiv.org/abs/1806.06957

[47] S. Karita u. a., ,A Comparative Study on Transformer vs RNN in Speech Applica-
tions®, in 2019 IEEE Automatic Speech Recognition and Understanding Workshop
(ASRU), Dez. 2019, S. 449-456. doi: 10.1109/ASRU46091.2019.9003750.

[48] D. Guo, B. Chen, R. Lu, und M. Zhou, ,Recurrent Hierarchical Topic-Guided RNN
for Language Generation®. arXiv, 27. Juni 2020. Zugegriffen: 20. Juli 2023. [Online]. Ver-
fugbar unter: http://arxiv.org/abs/1912.10337

[49] ,Causal language modeling®. https://huggingface.co/docs/transformers/tasks/lan-
guage_modeling (zugegriffen 21. Mai 2023).

[50] ,Masked language modeling“. https://huggingface.co/docs/transfor-
mers/main/tasks/masked_language_modeling (zugegriffen 20. Juli 2023).

[51] ,Encoder models - Hugging Face NLP Course®. https://huggingface.co/learn/nlp-
course/chapter1/5 (zugegriffen 17. August 2023).

[52] ,Decoder models - Hugging Face NLP Course®. https://huggingface.co/learn/nlp-
course/chapter1/6 (zugegriffen 17. August 2023).

[53] ,Sequence-to-sequence models[sequence-to-sequence-models] - Hugging Face
NLP Course®. https://huggingface.co/learn/nlp-course/chapter1/7 (zugegriffen 17. Au-
gust 2023).

[54] ,Fine-tuning a masked language model - Hugging Face NLP Course®. https://hug-
gingface.co/learn/nlp-course/chapter7/3 (zugegriffen 20. Juli 2023).

[55] ,distilgpt2 - Hugging Face®. https://huggingface.co/distilgpt2 (zugegriffen 20. Juli



56

Literaturverzeichnis

2023).

[56] A. Radford, J. Wu, R. Child, D. Luan, D. Amodei, und |. Sutskever, ,Language Mod-
els are Unsupervised Multitask Learners®. 2019.

[57] J. Zhang, Y. Zhao, M. Saleh, und P. J. Liu, ,PEGASUS: Pre-training with Extracted
Gap-sentences for Abstractive Summarization®. arXiv, 10. Juli 2020. Zugegriffen: 20. Juli
2023. [Online]. Verfugbar unter: http://arxiv.org/abs/1912.08777

[58] P. Lemberger, ,Perplexity of language models revisited®, Medium, 30. Juni 2022.
https://towardsdatascience.com/perplexity-of-language-models-revisited-6b9b4cf46792
(zugegriffen 25. Juli 2023).

[59] C. Campagnola, ,Perplexity in Language Models“, Medium, 5. November 2022.
https://towardsdatascience.com/perplexity-in-language-models-87a196019a94  (zuge-
griffen 29. Mai 2023).

[60] ,Rate Your Bias“, AllSides, 21. Juni 2012. https://www.allsides.com/media-
bias/rate-your-bias (zugegriffen 29. Mai 2023).

[61] J. Cohen, ,A Coefficient of Agreement for Nominal Scales®, Educational and Psy-
chological Measurement, Bd. 20, Nr. 1, S. 37-46, Apr. 1960, doi:
10.1177/001316446002000104.

[62] ,Pegasus”. https://huggingface.co/docs/transformers/model_doc/pegasus (zuge-
griffen 11. August 2023).



Anhang 57

Anhang

Anhang 1: Links zu den Sprachmodellen in Huggingface

Sprachmodelle Link

https://huggingface.co/tobijen/distillgpt2 left hea-

distilgpt2_left_headlines dings_torch

https://huggingface.co/tobijen/distillgpt2 left full-

distilgpt2_left_fulltext text_torch

https://huggingface.co/tobijen/distillgpt2 left full-

distilgpt2_left_fulltext_cleaned text cleaned torch

https://huggingface.co/tobijen/distillgpt2 right hea-
distilgpt2_right_headlines ding_torch

https://huggingface.co/tobijen/distillgpt2 right full-
distilgpt2_right_fulltext text_torch

https://huggingface.co/tobijen/distillgpt2 right full-
distilgpt2_right_fulltext_cleaned |text cleaned torch

https://huggingface.co/tobijen/bert left hea-

bert_left_headlines ding_torch
bert_left_fulltext https://huggingface.co/tobijen/bert_left fulltext torch

https://huggingface.co/tobijen/bert left full-

bert_left fulltext cleaned text cleaned torch

https://huggingface.co/tobijen/bert right hea-

bert_right_headlines ding_torch

https://huggingface.co/tobijen/bert right full-
bert_right_fulltext text_torch

https://huggingface.co/tobijen/bert right full-

bert_right_fulltext_cleaned text_cleaned_torch

https://huggingface.co/tobijen/pegasus left hea-

pegasus_left_headlines ding_torch

https://huggingface.co/tobijen/pegasus left full-

pegasus_left_fulltext text_torch

https://huggingface.co/tobijen/pegasus left full-

pegasus_left_fulltext_cleaned text_cleaned torch



https://huggingface.co/tobijen/distillgpt2_left_headings_torch
https://huggingface.co/tobijen/distillgpt2_left_headings_torch
https://huggingface.co/tobijen/distillgpt2_left_fulltext_torch
https://huggingface.co/tobijen/distillgpt2_left_fulltext_torch
https://huggingface.co/tobijen/distillgpt2_left_fulltext_cleaned_torch
https://huggingface.co/tobijen/distillgpt2_left_fulltext_cleaned_torch
https://huggingface.co/tobijen/distillgpt2_right_heading_torch
https://huggingface.co/tobijen/distillgpt2_right_heading_torch
https://huggingface.co/tobijen/distillgpt2_right_fulltext_torch
https://huggingface.co/tobijen/distillgpt2_right_fulltext_torch
https://huggingface.co/tobijen/distillgpt2_right_fulltext_cleaned_torch
https://huggingface.co/tobijen/distillgpt2_right_fulltext_cleaned_torch
https://huggingface.co/tobijen/bert_left_heading_torch
https://huggingface.co/tobijen/bert_left_heading_torch
https://huggingface.co/tobijen/bert_left_fulltext_torch
https://huggingface.co/tobijen/bert_left_fulltext_cleaned_torch
https://huggingface.co/tobijen/bert_left_fulltext_cleaned_torch
https://huggingface.co/tobijen/bert_right_heading_torch
https://huggingface.co/tobijen/bert_right_heading_torch
https://huggingface.co/tobijen/bert_right_fulltext_torch
https://huggingface.co/tobijen/bert_right_fulltext_torch
https://huggingface.co/tobijen/bert_right_fulltext_cleaned_torch
https://huggingface.co/tobijen/bert_right_fulltext_cleaned_torch
https://huggingface.co/tobijen/pegasus_left_heading_torch
https://huggingface.co/tobijen/pegasus_left_heading_torch
https://huggingface.co/tobijen/pegasus_left_fulltext_torch
https://huggingface.co/tobijen/pegasus_left_fulltext_torch
https://huggingface.co/tobijen/pegasus_left_fulltext_cleaned_torch
https://huggingface.co/tobijen/pegasus_left_fulltext_cleaned_torch

Anhang

pegasus_right_headlines

https://huggingface.co/tobijen/pegasus right hea-

ding_torch

pegasus_right_fulltext

https://huggingface.co/tobijen/pegasus right full-

text torch

pegasus_right_fulltext_cleaned

Die fein abgestimmten Sprachmodelle sind unter diesen Links erreichbar. Jedoch wur-
den die Repositories der Sprachmodelle auf privat gestellt, da diese Sprachmodelle po-
litische Voreingenommenheit reproduzieren und diese deshalb fir boswillige Absichten
missbraucht werden kénnen. Sollte Interesse an der Nutzung bestehen, dann muss der
Eigentiimer Uber die E-Mail-Adresse tobias.jennert1 @smail.th-koeln.de angefragt wer-

den.

https://huggingface.co/tobijen/pegasus right full-

text cleaned torch

Anhang 2: Erzeugte Datensatze

Datensatz DOl Datum des Uploads
allsides_data_center_fulltext 10.5281/zen0do.8279185 24.08.23
allsides_data_center_heading 10.5281/zen0do.8279199 24.08.23
allsides_data_left fulltext 10.5281/zen0do.8279217 24.08.23
allsides_data_left_heading 10.5281/zen0do.8279244 24.08.23
allsides_data_right_fulltext 10.5281/zen0do.8279230 24.08.23
allsides_data_right_heading 10.5281/zen0do.8279238 24.08.23
complete_allsides_data 10.5281/zen0do.8279257 24.08.23
cleaned_complete_allsides_data |10.5281/zenodo.8279261 24.08.23
generated_texts 10.5281/zen0d0.8279277 24.08.23



https://huggingface.co/tobijen/pegasus_right_heading_torch
https://huggingface.co/tobijen/pegasus_right_heading_torch
https://huggingface.co/tobijen/pegasus_right_fulltext_torch
https://huggingface.co/tobijen/pegasus_right_fulltext_torch
https://huggingface.co/tobijen/pegasus_right_fulltext_cleaned_torch
https://huggingface.co/tobijen/pegasus_right_fulltext_cleaned_torch
mailto:tobias.jennert1@smail.th-koeln.de
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Eidesstattliche Erklarung

Ich versichere, die von mir vorgelegte Arbeit selbststéandig verfasst zu haben. Alle Stel-
len, die wortlich oder sinngemal aus veréffentlichten oder nicht veréffentlichten Arbeiten
anderer oder der Verfasserin/des Verfassers selbst enthommen sind, habe ich als ent-
nommen kenntlich gemacht. Samtliche Quellen und Hilfsmittel, die ich fur die Arbeit be-
nutzt habe, sind angegeben. Die Arbeit hat mit gleichem Inhalt bzw. in wesentlichen
Teilen noch keiner anderen Prifungsbehdrde vorgelegen.

Ort, Datum Unterschrift



